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Artykul opisuje wykorzystanie algorytmow grupowania danych opartych
na gestosci do odkrywania waznych miejsc na podstawie sladow GPS.
Dane pozyskano z wielu pojazdéw ciezarowych kierowanych przez wielu
kierowcow w roznym czasie. Gléwnie skupiono sie¢ na dzialaniu algoryt-
mow DBSCAN oraz DENCLUE.
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Wstep

Firmy z branzy TSL (transport — spedycja — logistyka) podobnie jak fir-
my innych branz bardzo dotkliwie odczuly skutki ostatniego kryzysu. Nie bez
znaczenia dla tego biznesu sa réwniez niestabilne ceny ropy (np. 2008.07.03 —
146,14 USD / barylka; 2008.12.26 — 38,55 USD / barytka, 2010.03.09 - 78,95
USD / barytka). Zarzady firm zostaty zmuszone do szukania mozliwosci obni-
zenia kosztow nie tylko zuzycia paliwa lecz w kazdym obszarze prowadzone;j
dziatalnosci. Do powszechnego uzytku weszty systemy monitorowania floty on-
line przy uzyciu technologii GPS/GPRS. Reczna analiza ogromnej ilosci da-
nych dostarczanych przez te systemy jest praktycznie niemozliwa. Danych jest
tym wigcej im wigcej pojazdéw posiada firma transportowa.

Analiza danych pozyskanych z urzadzen GPS daje ogromy obszar do
dziatania dla metod sztucznej inteligencji. Wyznaczenie miejsc najczesciej od-
wiedzanych przez pojazdy firmy transportowej a nastgpnie wyznaczenie naj-
czgstszych potaczen pomiedzy tymi miejscami otwiera droge do mozliwosci
wykonania zaawansowanych analiz, ktore z kolei moga doprowadzi¢ do opty-
malizacji procesu transportowego.

W artykule tym krotko zostang opisane najwazniejsze znane podejscia do
grupowania danych. Wiecej miejsca zostanie poswigcone algorytmom grupo-
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wania opartym na gestosci. Nastepnie przedstawione zostang wyniki ekspery-
mentdow wykonanych na rzeczywistych danych firmy transportowej. Zastoso-
wane algorytmy to DBSCAN [2] oraz DENCLUE [1]. Przedmiotem ekspery-
mentow bedzie wyznaczenie waznych z punktu widzenia transportu cigzarowe-
go miejsc odwiedzanych przez pojazdy (np. miejsca roziadunku, zatadunku,
najczgstsze miejsca postojow, itp. )

1.  Najwainiejsze podej$cia do grupowania danych

Grupowanie danych jest jedng z technik drazenia danych (ang data mi-
ning), ktére to techniki opierajg si¢ na dziedzinach nauki takich jak statystyka
(analiza wielowymiarowa) czy maszynowe uczenie (ang. machine learning).
Metody drazenia danych wywodza sie z obszaru badan nad sztuczna inteligen-
cja.

Metody partycjonujace

Metody partycjonujace naleza do grupy metod iteracyjno-
optymalizacyjnych. Zasada ich dzialania polega na podziale bazy obiektow na &
podzbioréw bedacych klastrami (grupami). Parametrem wejsSciowym jest war-
to$¢ k, ktéra oznacza ilos¢ grup. Koniecznos¢ podania na wejsciu ilosci grup
jest w wielu przypadkach najwieksza wada metod partycjonujacych gdyz czesto
wlasnie ta informacja jest przedmiotem poszukiwan. [nng niedogodnoscig tych
algorytmoéw jest brak odpornosci na szum czy tez ,wartosci oddalone” (ang.
outliers). Metody te nie nadajg si¢ rowniez do odkrywania klastrow o dowol-
nych ksztattach.

Algorytmy: K-MEANS [3], K-MEDOIDS [4], CLARANS [5]

Metody hierarchiczne

Efektemn dziatania metod hierarchicznych jest dendrogram bedacy drze-
wem grup. Liscie reprezentuja obiekty a wezty — grupy. Obcigeie drzewa na
odpowiednim poziomie daje odpowiadajacg temu poziomowi ilo$¢ klastrow.
Dendrogram pozwala takze poznaé¢ zwigzki pomigdzy grupami na réznym po-
ziomie. Zasada dzialania zalezy od wybranego podejécia grupowania hierar-
chicznego: metoda aglomeracyjna — poczatkowo kazdy obiekt jest osobng gru-
pa; w kazdej iteracji grupy sa taczone, metoda deaglomeracyjna — w pierwszej
iteracji wszystkie obiekty stanowia jedna grupg a nastgpnie sa dzielone na

mniejsze grupy.
Algorytmy: BIRCH [6], CHAMELEON [7]

164




A. Stojanowski — Zastosowanie algorytméw grupowania danych...

Metody oparte na gestosci

Podejécie algorytmoéw opartych na gestosci polega na generowaniu grup
w miejscach o duzym zaggszczeniu obiektow. Sa bardzo skuteczne w grupowa-
niu danych przestrzennych. Rownie dobrze radzg sobie z odfiltrowaniem szumu
jak 1 punktéw oddalonych. Metody oparte na gestosci mogg formowac klastry
o dowolnym ksztatcie. Algorytmy te zostana doktadniej opisane w dalszej cze-
$ci tego dokumentu.

Algorytmy: DBSCAN [2], DENCLUE [1], OPTICS [8],
Metody gridowe

Metody uzywajace siatkowych struktur danych o wielu poziomach do-
ktadnosci. Dzielg one przestrzen danych na skonczong ilo$¢ komorek o struktu-
rze siatkowej - na niej sq wykonywane wszystkie obliczenia. Gléwng zaleta
tych metod jest szybki czas przetwarzania, ktory zalezy od iloéci danych oraz
komorek w poszczegdlnych wymiarach przestrzeni danych.

Algorytmy: STING [9], WaveCluster [10], CLIQUE [11]
2.  Algorytmy grupowania oparte na gestosci

2.1. DBSCAN: Density Based Spatial Clustering of Applications with
Noise

Algorytm buduje klastry jako zbiér punktow gestosciowo potaczonych
(ang. density-connected). Na wejsciu nalezy poda¢ dwa parametry: Eps(€) —
maksymalny promien sasiedztwa, MinPts — minimalna ilos¢ punktow w sa-
siedztwie ograniczonym przez Eps.

Autorzy tego podejscia opisali je w kilku definicjach:
e &—sasiedztwo punktu p oznaczone jako Ngy(p) jest zdefiniowane przez:
Neps(p) = {q€ D/ dist(p,q) < Eps} (D
e punkt p jest punktem rdzennym (ang. core point) jezeli jego € — sg-

siedztwo zawiera przynajmniej MinPts punktow,
| Neps(p) | 2 MinPts

2)

e punkt p jest bezposrednio gestosciowo osiagalny (ang. directly density-
reachable) z punktu q jezeli punkt p znajduje si¢ w € — sasiedztwie q
oraz punkt q jest punktem rdzennym,
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e punkt p jest gestosciowo osiggalny z punktu q z uwzglednieniem €
1 MinPts jezeli istnieje tancuch punktow py, ..., p, pl ==q, p, = p ta-
kich, ze p;; jest bezpodrednio gestosciowo osiagalny z punktu p;,

e punkt p jest gestosciowo poltaczony (ang. density-connected) z punktem
q z uwzglednieniem Eps oraz MinPts jezeli istnieje punkt o, ze punkty
p oraz q s ggstosciowo osiagalne z punktu o z uwzglednieniem € oraz
MinPts,

e klaster C zuwzglednieniem € oraz MinPts jést podzbiorem zbioru punk-
tow, ktory spelnia nastepujace warunki:

o Vp,q: jezli p € C oraz q jest gestoSciowo osiagalne z p
z uwzglednieniem Eps oraz MinPts, wtedy q € C (maksymal-
no$¢),

o Vp,qe C: pjest gestoSciowo polaczone do q z uwzglednieniem
€ oraz MinPts, (polaczeniowosc),

e szum jest zbiorem punktow, ktore nie nalezg do zadnego klastra,

Algorytm DBSCAN wyznacza klastry poprzez analiz¢ wszystkich punktéw
w bazie. Dla kazdego obiektu analizuje Eps — sasiedztwo pod wzgledem za-
ge¢szezenia obiektow (MinPts). Algorytm rozpoczyna swoja prace od dowolne--
go punktu bazy. Wyznacza on nowy klaster jesli w Eps — sasiedztwie danego
punktu znajduje si¢ minimum MinPts innych punktow. DBSCAN dodaje do
klastra wszystkie punkty bezposrednio gestosciowo osiggalne i ggstosciowo
polaczone. Warunkiem zakoficzenia dziatania algorytmu jest przetworzenie
wszystkich punktéw w bazie.

' 2.2. DENCLUE

Metoda DENCLUE wyszukuje grupy poprzez wyznaczenie tzw. atrakto-
réw gestosci (ang. density-atracttors), ktore s lokalnymi maksymami ogélnej
funkcji gestosci. Do ich wyznaczenia autorzy proponuja algorytm Aill-climbing
wspomagany przez gradient funkcji. Funkcja gestosci jest sumg funkcji wplywu
(ang. influence function) wszystkich punktéw. Funkcja wplywu natomiast, jak
sugeruje nazwa, okresla wplyw punktu na jego sasiedztwo. Jako funkcje wply-
wu mozna uzy¢ miedzy innymi funkcji Gaussa.

Autorzy formalnie definiujg kilka kluczowych pojec dla swojego podejscia.
Niech x i y beda punktami w F* d-wymiarowej przestrzeni.
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Rysunek 1. Punkty gesto$ciowo osiagalne. Punkt r jest bezposrednio gestoscio-

wo osiggalny z punktu ¢; punkt o jest gestosciowo osiggalny z punktu g; punkt

g, 0, p sa gestosciowo polaczone; punkt ¢ jest punktem rdzennym; punkt p jest
punktem granicznym.

e funkcja wplywu (ang. influence function) punktu ye F” jest to funkcja
/i F 3 R; zdefiniowana jako podstawowa funkcja wplywu f,

S5 (x)=f3(x, ) (3)
W szczegollnosci gdy B jest rozktadem Gaussa:

__d!x,y!z
fGauss(xﬂ y) =€ 262 (4)

o funkcja gestosci (ang. density function) jest sumg funkcji wplywu
wszystkich punktow. Dla danych n punktow, D={x,, ... X,} C F
funkcja ggstosci w punkcie x zdefiniowana jest jako:

o)=Y f5(x) (5)
i=]
W szczegolnoscei gdy B jest rozktadem Gaussa:
‘ _d(xx)
n 02
fGDauss (‘x) = Z € ’ (6)
i=|
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o gradient funkcji £, (x):

V2 () =D (% - 2)* [ (x) 7)
i=|
Dla funkcji wplywu Gaussa:
_d(xx)? ‘
" 2
V oss () =D (x, —x)*e * (8)
i=l

e punkt xe F¥ nalezy do atraktora gestosci x , jezeli
ke N:d(x*,x)< ¢ oraz:

. ) V Dy i-l
x'=xx =x’_1+5*—f%~(—{l__—l)- 9)
\ZfC!
Analogicznie dla funkcji Gaussa mamy:
‘ ) V D i~]
xO = x, X = xt—l _+_(S‘* fGauss(‘x ) (10)

[V s (57|

e klaster typu ,,center-definded” dla atraktora gestosci x to podzbiér
C e D, zawierajacy takie punkty x € C, ktére przynaleza do atrakto-
ra gestoscix oraz f; (x) 2 ¢&.

e Kklaster typu , arbitrary-shape ” dla zbioru atraktoréw gestosci X to pod-
zbior Ce D, gdzie:

e VxeClx'e X: f7(x)= &, punkt x przynalezy do atraktora gesto-
$ci x* oraz

Vx ,x,e X :3sciezkaP cF'z x,dox, orazVpe P: f; (x)=¢&

Dzialanie algorytmu rozpoczyna si¢ od wyznaczenia minimalnego pro-
stokata zawierajacego cala przestrzen danych. Nastepnie nalezy ten prostokat
podzieli¢ na d-wymiarowe kostki. Wyznaczone powinny zostaé tylko kostki
zawierajace punkty (||C,||). Grupy moga si¢ rozcigga¢ na kilka kostek, dlatego w
celu utatwienia dostepu do nich nalezy takze polaczy¢ sasiednie kostki zawiera-
jace punkty. Aby zredukowa¢ czas niezbedny na faczenie, algorytm przewiduje
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wyznaczenie najgesciej wypehionych kostek (C,) a nastgpnie podiaczenie do
nich sasiadow (zbior C,).

W kolejnym etapie nalezy dziala¢ na zbiorze kostek najgesciej wypetnio-
nych z podtaczonymi do nich sasiadami (C;). Wyznaczamy gestos¢ kazdeg0
punktu, korzystajac z wczeéniej przedstawionej funkcji gestosci. Nastepni©
wyznaczamy dla kazdego punktu x ataraktor gestosci, korzystajac z algorytott
hill-climbing wspomaganego przez gradient. Jezeli znaleziony atraktor gesto$c!

spetnia warunek £ (x ) > & punkt x dofaczany jest do klastra nalezacego d©
x". Dla zwiekszenia wydajnosci algorytm przewiduje zapamietanie wszystl-iiCh
pobliskich punktow w trakcie wykonywania procedury hill-climbing oraz pod-
taczenia ich do klastra reprezentowanego przez x .

3.  Eksperyment

Przygotowanie danych

Dane na ktorych zostaty wykonane badania sa rzeczywistymi danymi po~
chodzacymi z 80 pojazdéw, kidre przesylajq informacje dotyczace miedzy in”
nymi swojego polozenia. Czestotliwos$é przesylania pozycji odbywa sig €O
kilometrow. Pod uwage wzieto okres okoto 2 lat. Pojazdy realizowaty w tym
okresie zlecenia na terenie catej Europy.

Algorytm 1

Set stop time threshold st

Set distance threshold dt

Order objects by TruckiD and ObjectDate

while exist unprocessed object O in objects base B do
Compute time difference ¢ between object On;and O

Compute distance d between object Oxyand O
if ¢ is bigger than s#f and 4 is bigger than dt then
Add object O to StopsTable
end while

Return StopsTable(Oy, Oy, O, ..., O,)
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Rysunek 2. Wplyw czasu postoju na ilos¢ znalezionych miejsc.

Celem badan jest wykrycie waznych miejsc. Zakladamy, ze wazne miej-
sce to takie w ktérym pojazdy zatrzymujg sie i pozostaja w nim przez okreslony
czas. W celu ich wyznaczenia postuzono si¢ algorytmem przedstawionym na
nastgpnej stronie.

Tak jak mozna byto si¢ spodziewaé im dhuzszy czas postoju tym mniej
punktéw zostalo znalezionych. Wynikowy zbior punktdw zawiera zaréwno
przypadkowe miejsca postoju jak i miejsca wazne, ktore nalezy wyznaczy<c. Do
tego celu zostang uzyte algorytmy grupowania oparte na gestosci: DBSCAN
oraz DENCLUE. Algorytmy te zostaly zaimplementowane w jezyku C#. Nato-
miast wyznaczony zbior punktow postuzyt jako zestaw danych wejsciowych.

Do przeprowadzenia dalszych eksperyment()w wykorzystano probe
10081 punktéw uzyskanych z populacji zaw1erajqcej 768881 punktow, ktorq
uzyskano dzigki zastosowaniu parametru s#f = 180 min.

Wynik dzialania algorytmow DBSCAN i DENCLUE

Klastry zaznaczone na rysunku nr 3 zostaly uzyskane za pomoca algorytmu
DBSCAN przy ustawieniu parametréw Eps = 2 km oraz MinPts = 40. Stosujac
algorytm DENCLUE podobny efekt zostal uzyskany przy parametrach

& =40oraz O =5km.
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Rysunek 4. DBSCAN

Klaster w rejonie Katowic wykryty za pomoca algorytmu
DBSCAN i DENCLUE

Grupy uzyskiwane z wykorzystaniem algorytméw DBSCAN i DENCLUE sa
podobne (jak wida¢ na rysunkach 4 i 5). Uzyskane efekty sa zadowalajace
i zgodne ze stanem faktycznym. Wyznaczone w ten spos6b grupy moga postu-
zy¢ dalszej analizie.

Uwagi koncowe i dalsze kierunki rozwoju

W dokumencie tym przedstawiono sposéb wyznaczania waznych miejsc
z punktu widzenia firmy transportowej. Zostaly one wykryte przy uzyciu algo-
rytméw grupowania danych opartych na gestosci. Miejsca te moga postuzy¢
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jako baza do wyznaczenia najczgstszych tras przejazdow pomiedzy nimi. Miej-
sca 1 trasy mogq zosta¢ poddane dalszej analizie, ktora doprowadzi do optyma-
lizacji procesu transportowego i pozwoli firmie osiaga¢ lepsze wyniki finanso-
we.

Analiza moze obejmowaé np. wykrywanie anomalii (nieuzasadnione
opuszczenie trasy, ktéra najczesciej wybierana jest przez kierowcow), detekcja
obszaréow poprzez ktoére przejazd niekorzystnie wplywa na transport (czeste
utrudnienia ruchu, korki, czgste pomylki w wyborze trasy). Przedmiotem anali-
zy moze by¢ takze zuzycie paliwa z uwzglednieniem np. marki pojazdu, kie-
rowcy, wagi przewozonego towaru czy tez pory roku.

Uzasadnionym rozwinigciem przedstawionych podej$¢ mogiby by¢ algo-
rytm uwzgledniajacy analizg czasu spedzonego w danym rejonie. Bardzo praw-
dopodobne jest, ze istniejg wazne miejsca, w ktorych czas postoju jest krotszy
niz zastosowany do uzyskania danych wejsciowych dla algorytméw grupowa-
nia (poniewaz niektore firmy ustalaja okna czasowe w ktorych pojazd ma sig
podstawi¢ pod zatadunek/roztadunek — co skraca czas postoju).

80 - 100
50 . . 80 1
40 A 50 7
2 Y oap -
1 20 -
l% L L L N n
-5 5 15 25 35 .20 30 80 130

[E]
L

Rysunck 6. DBSCAN. Zaleznos¢ ~ Rysunck 7. DBSCAN. Zaleznosé
parametru EPS na 1.105(" znalezionych parametru MinPts na ilo$¢ znalezio-
klastrow (MinPts = 40). nych klastrow (Eps = 2 km).
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Rysunck 8. DENCLUE. Zalezno$¢  Ryqunek 9. DENCLUE. Zaleznosé
parametru 0 fla ilo$¢ znalezionych parametru & na ilo$¢ znalezionych
klastréw (£ = 40). Klastrow (8 = Skm).

Rysunek 10. DENCLUE. Przyktad funkcji ggstosci dla klastra znalezionego
w rejonie Katowic.
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