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Wprowadzenie 

Optymalizacja dyskretna stała się samodzielną dziedziną badawczą od po­
lowy lat pięćdziesiątych dwudziestego wieku. Powstała ona na styku zastoso­
wa11 praktycznych w dziedzinach takich jak ekonomia, zarządzanie, technika 
i wiele innych oraz matematyki ze szczególnym uwzględnieniem kombinato­
ryki, teorii grafów i logiki matematycznej. W pewnym uproszczeniu mo­
żna powiedzieć, że podstawowym celem optymalizacji dyskretnej jest wybór 
optymalnego wariantu ze skończonego lub przeliczalnego ich zbioru. Opty­
malność jest rozumiana jako wyznaczenie maksimum lub minimum pewnej 
funkcji. Uzyskanie rozwiązania zadania optymalizacji dyskretnej umożliwia 
podejmowanie trafnych decyzji w odniesieniu do wielu aspektów działalności 
ludzkiej. Przykładami kryteriów optymalizacyjnych może być maksymaliza­
cja zysków, minimalizacja kosztów lu~ strat i wiele innych. 

Można powiedzieć, że w zaawansowanych zastosowaniach praktycznych 
pojawiło się wiele ważnych, złożonych i trudnych do rozwiązania problemów 
o powyższym charakterze. Do ich sformalizowania w najbardziej odpowiedni 
sposób bardzo przydatny okazał się aparat i metodologia matematyki. 

W momencie gdy zagadnienie praktyczne zostało sformalizowane jako 
optymalizacyjny problem matematyczny, powstaje potrzeba jego efektyw­
nego rozwiązania. Oznacza to konieczność opracowania algorytmów i wy­
konania ich komputerowej implementacji. Niestety, okazało się, że w przy­
padku wielu zada11 optymalizacji dyskretnej oraz algorytmów opracowanych 
do ich rozwiązywania pojawia się zasadnicza trudność. Dla nawet niezbyt du­
żych przykładów tych zada11 obliczenia numeryczne wymagają niemożliwego 
do zaakceptowania nakładu oblicze11, na przykład mierzonego w stuleciach 
pracy obecnych superkomputerów. Co więcej, nawet drastyczne zwiększenie 
wydajności komputerów nie jest w stanie zasadniczo poprawić sytuacji. Dla 
ustalenia uwagi, 100-krotne przyśpieszenie oblicze11 zmniejsza nakład oblicze11 
ze 100 lat do jednego roku, co wciąż jest wielkością abstrakcyjną, niemożliwą 
do zaakceptowania w praktyce obliczeniowej. Efektem tej sytuacji był rozwój 
teorii i praktycznego zastosowania algorytmów przybliżonych , których celem 
jest wyznaczenie przybliżonego rozwiązania zadania o akceptowalnej jakości , 
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przy "niewielkim" nakładzie obliczeń. 
Praktyczna niemożliwość uzyskania rozwiązań optymalnych dla licznych 

przykładów zadań optymalizacji dyskretnej spowodowała konieczność anali­
zowania nakładu oblicze11 wymaganego przez algorytmy, dla zadań o określo­
nej wielkości. 

W efekcie powstała dziedzina badawcza zwana złożonością obliczeniową. 
Jej podstawowym zadaniem jest analizowanie zadaf1 i algorytmów optyma­
lizacji dyskretnej z punktu widzenia oceny nakładu obliczeń niezbędnego do 
uzyskania rozwiązania optymalnego jako funkcji rozmiaru, wielkości zada­
nia. Zadania optymalizacji dyskretnej zostały umownie podzielone na łatwe 
i trudne do rozwiązywania. 

Należy zwrócić uwagę na fakt, że uzyskane w ten sposób oceny noszą 
charakter absolutnej gwarancji, to znaczy, że są one prawdziwe dla wszystkich 
realizacji danych analizowanego zadania. Analiza taka nosi nazwę analizy 
przypadku najgorszego, gdyż oparta jest ona na najbardziej niekorzystnym 
zachowaniu się zadań i algorytmów optymalizacji dyskretnej. 

Praktyka rozwiązywania zadań optymalizacji dyskretnej wykazała jednak 
szybko, że uzyskane w ten sposób oceny są bardzo często nadmiernie pe­
symistyczne. Oceny uzyskane w oparciu o podejście przypadku najgorszego 
nie charakteryzują w sposób właściwy przeciętnego, średniego zachowania się 
zadań i algorytmów optymalizacji dyskretnej. 

Ta sytuacja spowodowała powstanie dziedziny nazywanej analizą przy­
padku średniego lub inaczej analizą probabilistyczną zada11 i algorytmów 
optymalizacji dyskretnej. Przeprowadzenie analizy przypadku średniego wy­
maga zdefniowania losowego modelu rozważanego zadania. Uzyskane w efek­
cie przeprowadzenia analizy przypadku średniego wyniki odnoszą się tylko do 
rozważanego losowego modelu zadania optymalizacji dyskretnej. Natomiast 
ich olbrzymią zaletą jest możliwość uzyskania alternatywnych, w stosunku 
do złożoności obliczeniowej w przypadku najgorszym, ocen zachowania się 
zada11 i algorytmów optymalizacji dyskretnej. 

Ważną i oryginalną właściwością analizy przypadku średniego jest możli­
wość analizowania innych charakterystyk zadania niż złożoność obliczeniowa. 
Dobrym przykładem jest asymptotyczna ocena zachowania się wartości roz­
wiązania optymalnego jako funkcji pewnych parametrów zadania. Wyniki 
tego typu znacznie poszerzają wiedzę na temat zada11 optymalizacji dyskret­
nej i w efekcie umożliwiają ich rozwiązywanie w znacznie bardziej efektywny 
sposób. 

Zasadniczym celem tej monografii jest wykazanie, na przykładzie wybra­
nych, ważnych zada11 optymalizacji dyskretnej, że przy zastosowaniu prostego 
aparatu rachunku prawdopodobieństwa można uzyskać wartościowe wyniki 
analizy przypadku średniego. 
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W celu właściwego osadzenia uzyskanych wyników w teorii i praktyce 
optymalizacji dyskretnej pierwsze rozdziały monografii poświęcone zostały 
prezentacji wybranych zada11 optymalizacji dyskretnej, metod ich rozwiązy­
wania, złożoności obliczeniowej oraz analizy przypadku średniego. Należy 

jednak podkreślić, że zamiarem autora była poglądowa, a nie bardzo szcze­
gółowa i wyczerpująca prezentacja tych zagadnie11. Szczegółowy plan mono­
grafii jest następujący. 

\V rozdziale 1 zaprezentowano dziedzinę optymalizacji dyskretnej ze szcze­
gólnym uwzględnieniem programowania całkowitoliczbowego i liniowego, za­
da11 binarnych, zada11 teorii grafów oraz zada11 harmonogramowania. 

VV rozdziale 2 zostały przedstawione znane metody rozwiązywania zada11 
optymalizacji dyskretnej, takie jak metoda podziału i oszacowa11, progra­
mowanie dynamiczne, algorytmy zachłanne, metody lokalnej poprawy oraz 
algorytmy programowania linowego. 

W rozdziale 3 rozważono podejście przypadku najgorszego do oceny zło­
żoności obliczeniowej zada11 i algorytmów optymalizacji dyskretnej. Zdefinio­
wano niezbędne elementy oceny rozmiaru wielkości danych zadania i nakładu 
oblicze11, wprowadzono klasy złożoności obliczeniowej. 

Podejście przypadku średniego zastało przedstawione w rozdziale 4. Szcze­
gólną uwagę poświęcono aparatowi probablistycznemu niezbędnemu w dal­
szej części monografii oraz prezentacji wybranych wyników analizy przy­
padku średniego znanych z literatury. 

W rozdziałach 5 oraz 6 zaprezentowano wielowymiarowe zadanie zała­
dunku oraz zadanie szeregowania prac z terminami zako11czenia. Na przykła­
dzie tych ważnych zada11 optymalizacji dyskretnej dokonano dogłębnej ana­
lizy zagadnie11 będących przedmiotem zainteresowania niniejszej monografii, 
takich jak metody rozwiązywania, analiza złożoności obliczeniowej oraz ana­
liza przypadku średniego. Przedstawione zostały oryginalne wyniki opisujące 
asymptotyczne zachowanie się rozwiąza11 optymalnych jako funkcji parame­
trów zada11 w przypadku średnim. Wykazano również, że proste algorytmy 
przybliżone mogą być asymptotycznie optymalne w sensie analizy przypadku 
średniego. 

Zamiarem autora było używanie możliwie najprostszej notacji matema­
tycznej dla zachowania maksymalnej przejrzystości wywodu. W monografii 
stosowane są powszechnie przyjęte oznaczenia matematyczne. Dla przykładu: 

• { a1, a2, ... , an} oznacza zbiór n - elementowy. 

• [x 1 , x2 , ... , xm] oznacza wektorom składowych przyjmujących wartości 
liczbowe. 
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• limx_,a J(x) lub limn---->a9n oznacza granicę funkcji lub ciągu liczbowego, 
co jednoznacznie wynika z kontekstu. 

• { X} oznacza jednoznacznie zdefiniowane zdarzenie, na przykład x < b, 
gdzie x jest zmienną, b pewną stałą. 

• lal oznacza wartość bezwzględną liczby a, natomiast IAI oznacza moc 
(liczbę elementów) zbioru A. 

Kolejne oznaczenia są definiowane w tekście monografii w miarę potrzeb. 
W przypadku możliwości wystąpienia niejednoznaczności w trakcie przepro­
wadzania wywodów, odpowiednie pojęcia są przytaczane na bieżąco. 

Oryginalna terminologia opisująca pojęcia i obiekty rozważane w mono­
grafii w przytłaczającej większości pochodzi z języka angielskiego. W mono­
grafii wykorzystywana jest polska terminolagia, która zdaniem autora, zjed­
nej strony właściwie oddaje sens oryginału angielskiego, z drugiej zaś strony 
jest dobrze osadzona w języku polskim. Poza przypadkami oczywistymi, w 
momencie pierwszego zastosowania nowego, specjalistycznego pojęcia w na­
wiasach przytoczono jego angielski odpowiednik. 

Niniejsza monografia jest efektem wieloletniego zainteresowania autora 
tematyką analizy przypadku średniego wybranych zada11 optymalizacji dys­
kretnej. Pracę naukową nad tymi zagadnieniami autor prowadził w Instytucie 
Bada11 Systemowych Polskiej Akademii Nauk kolejno w Zakładzie Progra­
mowania Matematycznego, Pionie Metod Modelowania Matematycznego i 
Optymalizacji oraz w Pracowni Metod Obliczeniowych Optymalizacji. 

Pragnę serdecznie podziękować wszystkim koleżankom i kolegom z IBS 
PAN za wieloletnią współpracę. Przez cały okres mojej pracy naukowej szcze­
gólne znaczenie miała dla mnie współpraca z doc. dr hab. Markiem Liburą, 
na którego pomoc i cenne rady mogłem zawsze liczyć. 

Swojej rodzinie składam wyrazy wdzięczności za cierpliwość, wyrozumia­
łość i wsparcie podczas całego okresu mojej pracy naukowej. Szczególnie 
gorąco pragnę podziękować mojej Żonie i Mamie. 



Rozdział 2 

Metody rozwiązywania 

2.1 W prowadzenie 

W rozdziale 1 przedstawiono różnorodne zadania optymalizacji dyskretnej. 
W momencie kiedy dokonany zostanie sformalizowany, z matematycznego 
punktu widzenia, zapis zadania optymalizacji dyskretnej, powstaje potrzeba 
uzyskania rozwiązania rozważanego zadania. Celem niniejszego rozdziału mo­
nografii jest przybliżenie problematyki i metod rozwiązywania zadaf1 opty­
malizacji dyskretnej. 

Podstawowym celem każdej metody rozwiązywania zadania optymaliza­
cji dyskretnej jest wyznaczenie jego rozwiązania optymalnego, które może 
być oznaczone jako Zopr(I*). Bardziej szczegółowo, rozwiązanie optymalne 
zadania rozumiane jest jako: 

• wartość liczbowa rozwiązania optymalnego wyrażona przez zopr(I*), 
na przykład optymalna wartość funkcji celu dla zadania programowania 
całkowitoliczbowego (1. 1) lub wartość sumy wag krawędzi dla najkrót­
szej drogi w grafie itp; 

• postać rozwiązania optymalnego I*, na przykład jeden z wektorów 
[xi, Xz, ... ,x~], realizujący wartość funkcji celu ZoPT(I*) w przypadku 
realizacji danych zadania programowania całkowitoliczbowego lub zbiór 
krawędzi grafu G będący poszukiwaną najkrótszą drogą itp. 

Często wymagane jest wyznaczenie całego zbioru rozwiązań optymalnych 
zadania, to znaczy wszystkich rozwiązań z optymalną wartością funkcji celu. 
Istnieją również sytuacje, w których wystarczy wyznaczyć samą wartość roz­
wiązania optymalnego bez wyznaczania jego postaci, co w wielu przypadkach 
może okazać się znacznie prostsze. 
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Nieformalnie rzecz ujmując, metody rozwiązywania zadai\ optymalizacji 
dyskretnej można podzielić na uniwersalne, to znaczy takie, których główna 
idea działania może być wykorzystana do rozwiązywania wielu różnorodnych 
zadań, oraz wyspecjalizowane, to znaczy takie, które wykorzystują tak dalece 
specyficzne właściwości problemu, do rozwiązywania którego zostały zapro­
jektowane, że nie jest możliwe ich efektywne zastosowanie do rozwiązywania 
innych zadań. 

W dalszej części monografii pojęcia metoda obliczeniowa oraz algorytm 
będą stosowane zamiennie, z tym, że termin algorytm będzie stosowany w 
odniesieniu do bardziej skonkretyzowanych metod obliczeniowych. Książka 

Cormena i innych [27] jest podstawową monografią z zakresu analizy algo­
rytmów. 

Algorytm uzyskujący zawsze rozwiązania optymalne zadania będziemy 
nazywać algorytmem dokładnym. Jeżeli przyjęte zostało założenie o sk01'1czo­
ności zbioru rozwiązań dopuszczalnych, to wyznaczenie rozwiązania opty­
malnego zadania jest kwestią przeszukania całego zbioru rozwiąza11 dopu­
szczalnych i wybrania z nich najlepszego w sensie wartości kryterium opty­
malizacyjnego. Metody stosujące strategie tego typu nazywane są metodami 
pełnego przeglądu. 

Niestety, dla dużej części zada11 optymalizacji dyskretnej nawet o niezbyt 
dużych rozmiarach zastosowanie w praktyce obliczeniowej metod pełnego 
przeglądu jest niewykonalne. Jako przykładu można użyć wektora binar­
nego, x = [x1, x2 , ... ,xnl, gdzie xi = O lub 1, i= 1, 2, ... , n. Wektor x może 
stanowić rozwiązanie pewnego zadania binarnego, patrz podrozdział 1.3, dla 
ustalenia uwagi zadania załadunku (1.6). Liczba wszystkich takich wektorów 
wynosi 2n. Funkcja 2n rośnie bardzo szybko wraz ze wzrostem n. Dla n= 20 
jej wartość przekracza 1 milion (106 ), natomiast dla n = 40 przekracza ona 
1 bilion (10 12 ). Takie rozmiary zadań są niewielkie przy ich wykorzystaniu 
dla modelowania zagadnień praktycznych, ale nakład oblicze11 niezbędny do 
rozwiązania zadania załadunku tą metodą, to znaczy wygenerowanie wszy­
stkich wektorów x, sprawdzenie ich dopuszczalności i wybranie spośród nich 
optymalnego, będzie wymagało nieakceptowalnego nakładu oblicze11. Jeszcze 
dobitniej rozważania te ilustruje zadanie komiwojażera. W grafie pełnym o 
n wierzchołkach mamy ½(n - 1)! możliwych cykli Hamiltona. Dla zadania 
o rozmiarze n = 30 nakład oblicze11 niezbędnych do przejrzenia i oblicze­
nia wartości wszystkich cykli przekraczałby czas istnienia superkomputera 
wykonującego te obliczenia. Z tej przyczyny duże wysiłki badaczy zostały 
poświęcone opracowaniu metod redukujących nakład niezbędnych obliczeń. 

Dla wielu zada11 optymalizacji dyskretnej istnieją efektywne algorytmy 
dokładne. Niestety okazało się, że dla wielu istotnych w zastosowaniach prak­
tycznych zada11 optymalizacji dyskretnej nie są znane algorytmy dokładne 
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pozwalające efektywnie, to znaczy przy "akceptowalnym" czasie obliczeń, je 
rozwiązywać. Pojęcie "akceptowalny" czas oblicze11 nie jest precyzyjne, ale 
można przyjąć, że miesiące, lata lub stulecia pracy obecnych superkompute­
rów są nie do przyjęcia chociażby ze względów praktycznych. Na przykład 
badacz rozpoczynający eksperyment obliczeniowy może utracić zaintereso­
wanie jego wynikami lub nawet nie doczekać jego zakończenia. 

Ta sytuacja spowodowała burzliwy rozwój metod wyznaczających rozwią­
zania przybliżone zada11, zwanych dalej metodami przybliżonymi. Dla prak­
tycznej użyteczności metod przybliżonych istotna jest wiedza, jak bardzo 
wartość uzyskanego rozwiązania przybliżonego odbiega od wartości rozwią­
zania optymalnego. Wprowadzenie miar oceniających jakość metody przy­
bliżonej A wymaga przyjęcia pewnych założeń. 

• Zakładamy, że rozważane zadanie optymalizacji dyskretnej w istotny 
sposób zależy od n parametrów, gdzie n jest liczbą całkowitą, n 2". 1. 
W odniesieniu do zadań na grafach można przyjąć, że n jest liczbą 
wierzchołków w grafie, n= IVI- W odniesieniu do zadania optymali­
zacji dyskretnej w postaci (1.5) możemy przyjąć, że n = q. Aby było 
możliwe przeprowadzenie analizy asymptotycznej, zakładamy, że war­
tość n jest nieograniczona, n --* oo. 

• Jako In oznaczamy konkretną postać rozważanej realizacji danych za­
dania o n parametrach. Dla grafu ważonego o n wierzchołkach oznacza 
to, że znany jest zbiór jego krawędzi lub łuków E oraz, że każdemu 
lukowi lub krawędzi e E E przypisana jest waga c(e) o znanej war­
tości liczbowej. W odniesieniu do zadania optymalizacji dyskretnej w 
postaci (1.5) oznacza to, że zadany jest F : postać zbioru podzbiorów 
Q = {l, ... , q} oraz, że składowym wektora [c1 , ... , cą] przypisane są 
konkretne wartości liczbowe. 

• Jako J~ oznaczymy rozwiązanie optymalne zadania In- Wartość roz­
wiązania optymalnego oznaczymy jako zopy(I~), natomiast wartość 
rozwiązania przybliżonego zadania In uzyskanego przez algorytm przy­
bliżony A oznaczymy jako zA(In)-

J ako miarę dokładności działania metody przybliżonej A można zasto­
sować iloraz zA(In) oraz wartości rozwiązania optymalnego zopy(I~). Z le­
wej strony w ( 2 .1) przedstawiono postać tej oceny odpowiednią dla zadania 
optymalizacji dyskretnej z kryterium minimalizacyjnym, natomiast z prawej 
strony dla zadania z kryterium maksymalizacyjnym: 

lub (2.1) 
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Dokładność pracy algorytmu przybliżonego A jest oceniana poprzez naj­
bardziej niekorzystną wartość tego ilorazu dla wszystkich realizacji danych 
rozpatrywanego zadania z zadanej klasy. Przyjmując założenie, że 

mamy 
O :S 'l/J(ln) :S 1. 

W ogólnym przypadku im wartość 1./J(ln) jest bliższa 1 tym wyższa jest 
dokładność algorytmu A. Jeśli istnieje stała E > O taka, że dla wszystkich 
realizacji danych zadania 

(2.3) 

lub, w przypadku asymptotycznym przy n-+ oo, jeżeli 1./J(Jn) dąży do pewnej 
wartości granicznej, to wtedy możemy mówić o gwarantowanej dokładności 
rozważanej metody. Co więcej, jeżeli istnieją En > O dla n 2'. 1, takie, że 

En :S 1/J(ln) :S 1 oraz lim En = 1 (2.4) 
n--+oo 

to będziemy mówić, że algorytm przybliżony A jest algorytmem asymptotycz­
nie (sub )optymalnym. 

Natomiast przy braku takich ocen algorytm nie ma żadnej gwarantowa­
nej dokładności i jest nazywany algorytmem heurystycznym ( heuristic algori­
thm ). Innym istotnym zagadnieniem jest, czy algorytm gwarantuje uzyskanie 
rozwiązania dopuszczalnego dla wszystkich realizacji danych rozważanego za­
dania. 

Ocena dokładności działania algorytmu A w sensie (2.1) jest oparta na 
obserwacji zachowania błędu względnego danego przez 'l/J(Jn)-

Inną miarą oceny dokładności działania algorytmu jest błąd bezwzględny 
przyjmujący poniższą postać: 

(2.5) 

W przypadku oceny w sensie błędu absolutnego jeżeli istnieją Dn > O ta­
kie, że zawsze ,'(In) :S Dn oraz jeżeli istnieje stała 8 taka, że Dn < 8, to 
możemy mówić o gwarantowanej dokładności algorytmu A. Jeżli natomiast 
limn--+oo Dn = O, to możemy mówić o asymptotycznej (sub)optymalności al­
gorytmu A. Oceny te są analogicznie do ocen (2.3) oraz (2.4) w sensie błędu 
względnego. 

W ogólnym przypadku, jeżeli spełnione jest (2.2), mamy: 

ry(Jn) = O wtedy i tylko wtedy, kiedy 'l/J(In) = 1. 
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W przypadku spełnienia powyższych zależności (,(In)= O lub 'ljJ(In) = 1) A 
jest algorytmem dokładnym. 

Można zauważyć, że miara dokładności pracy algorytmu w sensie (2.1) 
nosi odmienny charakter niż miara w sensie (2.5). Dla ustalenia uwagi roz­
ważmy zadanie na minimum. Przechodząc do rozważań o charakterze asymp­
totycznym, gdy n --+ oo, mamy: 

• Z faktu, że limn-+oo 'l/J(In) = 1, nie wynika, że zawsze limn-+oo "((In) = O. 

Jako przykład możemy przyjąć zA(In) =n+ fa oraz Zopy(I~) = n. Wtedy 
limn-+oo 'l/J(In) = 1 oraz ,(In) --+ +oo. 

• Z faktu, że limn-+oo "((In) = O, nie wynika, że zawsze limn-+oo 'l/J(In) = 1. 

Jako przykład mogą służyć zA(In) = ¾ + )n oraz zopy(I~) = ¾- Wtedy 

limn-+oo ,(In) = O oraz limn-+oo 'l/J(In) = O. 
Mówiąc ogólnie, ocena w sensie (2.1) ignoruje człony asymptotycznie wol­

niej rosnące niż max{zA(In), zopr(I~)}. Jeżeli zachodzi (2.2) oraz przy zało­
żeniu, że max{ zA(In), Zopr(I~)} 2 c, gdzie c > O stała, stwiedzenie powyższe 
może być wyrażone w sposób następujący: 

Jeżeli { (,(:n) ( *)} --+ O, to wtedy 'ljJ(In) --+ 1. (2.6) 
max ZA In 'Zopr In 

Zarysowane powyżej podejście do oceny dokładności pracy algorytmów 
jest nazywane analizą przypadku najgorszego ( worst case analysis ), to znaczy 
dokładność działania algorytmu jest oceniana przez najmniej korzystny wy­
nik uzyskany dla wszystkich realizacji danych zadania. W rozdziale 3 przed­
stawimy podejście przypadku najgorszego do oceny złożoności obliczeniowej 
(niezbędnego nakładu obliczeń) zadań i algorytmów optymalizacji dyskret­
nej. Natomiast w rozdziale 4 przedstawimy alternatywne podejście analizy 
przypadku średniego do oceny zadań i algorytmów optymalizacji dyskretnej, 
które w rozdziałach 5 oraz 6 zastosujemy do wybranych zadań i algorytmów. 

W kolejnych podrozdziałach zaprezentujemy wybrane optymalne oraz 
przybliżone metody rozwiązywania zadań optymalizacji dyskretnej. 

2.2 Metoda podziału i oszacowań 

Jak już wspomniano wcześniej, z powodu nadmiernego nakładu oblicze11 me­
toda pełnego przeglądu zbioru rozwiązań dopuszczalnych nie może być sto­
sowana do rozwiązywania zadań optymalizacji dyskretnej o większych, prak­
tycznych rozmiarach. 
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Idea metody podziału i oszacowań (branch and bound) polega na podziale 
oryginalnego zadania na podproblemy oraz na wygenerowniu dobrych osza­
cowań wartości rozwiązania optymalnego zadania dla tych podproblemów w 
celu znacznego zredukowania ilości kroków przeglądu. Pominięte są podpro­
blemy nie rokujące poprawy wartości funkcji celu. Dla ustalenia uwagi za­
łóżmy, że rozważamy zadanie optymalizacji dyskretnej w postaci danej przez 
(1.5). Zakładamy, że: 

• Zadanie ma skończony zbiór rozwiązań dopuszczalnych F. 

• Potrafimy w efektywny sposób podzielić zbiór rozwiąza11 dopuszczal­
nych :F na podzbiory, na przykład, gdzie LJ7=1 :F;, = F oraz Fi n :Fj = 0, 
i j j, i, j E {l, ... , k }. Niech Fo= F. Uzyskujemy w ten sposób zbiór 
podproblemów zadania oryginalnego (1.5), gdzie zbiór rozwiązań do­
puszczalnych :F został zastąpiony przez podzbiór F; w postaci: 

zopy(q) = max z(F). 
FE:F; 

(2.7) 

Zakładamy też, że podobną procedurę możemy zastosować do dowol­
nego podzbioru :F. 

• Potrafimy konstruować relaksację (osłabienie) zadania (2. 7) w postaci: 

zoPT(q) = maxz(F) 
FE<l>, 

(2.8) 

gdzie i= O, 1, ... , :F; ~ 1>; oraz z(F) ~ z(F) dla FE :F;. 

• Na początku pracy algorytmu dysponujemy pewnym oszacowaniem 
wartości rozwiązania optymalnego zadania ( l. 5) z ( F*), to znaczy 

z(F*) ~ zopr(ą). 

Oszacowanie to może być dane przez pewne znane nam rozwiązanie 
dopuszczalne zadania (1.5) F* lub przyjmujemy z(F*) = -oo. W 
przypadku z(F*) = -oo postać F* jest nieokreślona. 

Metoda podziału i oszacowań działa według poniższych zasad: 

1. Dokonujemy początkowego podziału zbioru rozwiązań dopuszczalnych 
zadania na k , k 2: 2, podzbiorów :F1 ,F 2 , . . . ,Fk, które zapamiętujemy 
jako listę podproblemów do rozważenia oraz znamy wartość z(F*). 
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2. W ogólnym kroku pracy algorytmu rozważamy kolejny podproblem z 
listy: :Fi. Uzyskujemy rozwiązanie optymalne F' jego relaksacji (2.8). 
Mogą teraz zaistnieć trzy sytuacje: 

• z(F*) ~ z(F'). Wtedy w :Fi nie istnieje rozwiązanie o wartości 
większej niż z(F*) a więc można ten podproblem usunąć z listy i 
wykluczyć z dalszych rozważań. 

• z(F*) < z(F') oraz F' E :Fi. Wtedy podstawiamy F* := F'. F' 
jest rozwiązaniem optymalnym podproblemu (2.7). Oznacza to, że 
ten podproblem nie zawiera lepszych rozwiązań zadania (1.5) niż 
F' a więc może on zostać usunięty z listy i wykluczony z dalszych 
rozważań. 

• Jeżeli z(F*) < z(F') oraz F' (/. :F; to wtedy nie istnieje możliwość 
rozstrzygnięcia o perspektywiczności :Fi. Dokonujemy podziału :Fi 
na dodatkowe podproblemy, które dołączamy do listy podproble­
mów i kontynuujemy działanie metody. 

3. Metoda podziału i oszacowa11 ko11czy pracę, kiedy lista podproblemów 
jest pusta. Rozwiązaniem optymalnym zadania (1.5) jest F*, a jego 
wartością z(F*). Jeżeli zadanie nie ma rozwiąza11 dopuszczalnych, to 
metoda zakończy pracę z nieokreśloną wartością F* oraz z(F*) -:=! -oo. 

Niewątpliwą zaletą tej metody jest fakt, że dla każdej realizacji danych 
uzyskuje ona rozwiązanie optymalne zadania lub stwierdza, że zadanie nie 
posiada rozwiązań dopuszczalnych w skończonej liczbie kroków. Natomiast 
nakład wykonanych oblicze11 zależy od jakości stosowanych relaksacji pod­
problemów zadania oryginalnego. Jeżeli dodatkowo dysponujemy "dobrym" 
początkowym rozwiązaniem dopuszczalnym zadania F* o wartości funkcji 
celu z(F*) "bliskiej" do wartości rozwiązania optymalnego (1.5) zoPT(q) to 
w takim przypadku możemy oczekiwać znacznego zmniejszenia nakładu obli­
cze11 w wyniku efektywniejszej eliminacji podproblemów z listy. 

W wariancie niekorzystnym metoda podziału i oszacowań może okazać 
się tożsama z metodą pełnego przeglądu. W przypadku zadania załadunku 
oznacza to taki podział na podproblemy, że zostaną rozważone wszystkie 2n 
różne wektory binarne x = [x1,x2, .. . ,xn]-

Dla zadań programowania całkowitoliczbowego, patrz na przykład (1.2) , 
relaksację podproblemów można uzyskać pomijając warunek całkowitoliczbo­
wości zmienych decyzyjnych, to znaczy poprzez zastąpienie odpowiedniego 
zadania programowania całkowitoliczbowego zadaniem programowania linio­
wego. Metoda podziału i oszacowań została szczegółowo omówiona w mono­
grafii Zarychty i Ogryczaka [151]. 
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2.3 Programowanie dynamiczne 

Programowanie dynamiczne jest ogólną techniką opracowaną przez Bellmana, 
patrz [11], pierwotnie dla optymalnego podejmowania decyzji w systemach 
mogących się znajdować w ograniczonej liczbie stanów. Podstawową zasadą 
tej techniki jest zasada optymalności, która głosi, że 

"optymalny ciąg decyzji ma tę właściwość, że jakikolwiek byłby stan i 
decyzje początkowe, pozostałe decyzje muszą stanowić optymalny ciąg 
decyzji w odniesieniu do stanu wynikającego z decyzji początkowych". 

Praktycznie każde z zadań optymalizacji dyskretnej może być rozwiązy-
wane przez metody oparte na idei programowania dynamicznego. Uzyskane 
w oparciu o zasadę programowania dynamicznego algorytmy, dla poszczegól­
nych zadań optymalizacji dyskretnej, są metodami rekurencyjnymi wykorzy­
stującymi zadania pomocnicze. Niestety, algorytmy takie są efektywne tylko 
wtedy, kiedy liczba zadań pomocniczych jest niewielka. Działanie tej metody 
zostanie przedstawione poniżej na przykładzie jednowymiarowego zadania za­
ładunku (1.6), patrz też podrozdział 5.6 oraz ( 5.4 7). Dla konstruowania zadań 
pomocniczych wygodnie jest rozważyć zadanie (1.6) w poniższej postaci: 

k 

zopr(k, b) = max Z ci· Xi 
i=l 

k 

przy ograniczeni u Z a, · Xi :S b 
i=l 

gdzie xi = O lub 1, i= 1, .. . ,k. 

Przyjmujemy założenie, że k, c;, a; oraz b są nieujemnymi liczbami całko­
witymi. Zadanie w postaci (1.6) możemy z łatwością uzyskać podstawiając 
k = n, b = b(n). Wartość rozwiązania optymalnego zadania (1.6) jest dana 
przez zopr ( n, b( n)). Z uwagi na binarność zmiennych decyzyjnych, xi = O 
lub 1, dla zadania (1.6) mamy: 

zoPT(n, b(n)) = max {zoPT(n - 1, b(n) ), zoPT(n - 1, b(n) - an)+ en}. 

W ogólnym przypadku możemy rozważyć następującą zależność rekuren­
cyjną: 

zopr(j + 1, b) = max {zopr(j, b), zoPT(j, b - aJ+i) + Cj+1} (2.9) 

gdzie j =O, ... , n - 1, zoPT(O, b) = O. Rozwiązanie optymalne Zopr(n, b(n)) 
możemy uzyskać stosując (2.9) kolejno dla wszystkich j =O, ... , n - 1 oraz 
O< b ~ b(n). 
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Liczba rozważanych zadań pomocniczych zależy od wartości n a konkret­
niej od wartości b(n). Dla małych wartości n oraz b(n) metoda programowa­
nia dynamicznego jest efektywna obliczeniowo, natomiast wraz ze wzrostem 
wartości n oraz b( n) efektywność tej metody obliczeniowej maleje. Dla "du­
żych" wartości b(n), to znaczy "bliskich" L~=l ai, staje się ona praktycznie 
tożsama z metodą pełnego przeglądu. 

Karp w pracy [81] zaproponował ciekawe zastosowanie metody programo­
wania dynamicznego do rozwiązywania zadania komiwojażera na płaszczy­
źnie, patrz podrozdział 1.4, strona 35. 

Rozważa on następujący wariant zadania komiwojażera. Dany jest graf 
ważony G, którego zbiór wierzchołków V = {l, ... , n} jest określony jako 
zbior n punktów w kwadracie znajdującym się na płaszczyźnie. Możemy 

przyjąć, że boki kwadratu są równe 1, bez ograniczenia ogólności rozważa11. 
Każdy z wierzchołków grafu i E V może zostać zdefiniowany poprzez podanie 
jego współrzędnych (xi, Yi), gdzie O :S xi, Yi :S 1. Dla każdej krawędzi lub 
łuku e = (i,j) grafu G waga CiJ jest zdefiniowana jako najkrótsza odległość 
pomiędzy wierzchołkami. Przyjmuje ona postać: 

(2.10) 

Zastosowanie metody programowania dynamicznego dla tej postaci za­
dania komiwojażera w grafie o n wierzchołkach wymaga rozważenia n 2 • 2n 
zada11 pomocniczych, co prowadzi do bardzo dużego nakładu obliczeń. 

Karp zapropnował, aby jednostkowy kwadrat podzielić na około n/ log n 
mniejszych kwadratów tak, aby liczba wierzchołków w każdym z nich nie 
przekraczała znacząco log n. W każdym z tak uzyskanych kwadratów rozwią­
zujemy odpowiednio mniejsze zadania komiwojażera z zastosowaniem pro­
gramowania dynamicznego. Wymaga to dla wszystkich mniejszych kwadra­
tów rozważenia około n4 zadań pomocniczych, co bardzo ogranicza niebędny 
nakład oblicze11. Uzyskane w mniejszych kwadratach rozwiązania zada11 ko­
miwojażera są łączone, aby uzyskać rozwiązanie przybliżone zadania pier­
wotnego o wartości ZPAR(n). Metoda ta nosi nazwę algorytm podziału Karpa 
(Karp partiniong algorithm) 

W sensie oceny (2.3) algorytm podziału Karpa nie ma żadnych gwarancji 
dokładności działania. Natomiast w przypadku średnim algorytm podziału 
jest asymptotycznie suboptymalny, patrz podrozdział 4.4. 

2.4 Podejścia zachłanne 

Jednym z bardziej naturalnych podejść do budowy algorytmu dla rozwią­
zywania zada11 optymalizacyjnych są metody zachłanne (greedy) oparte na 
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zasadzie konstruowania rozwiązania zadania poprzez dokonywanie najlep­
szych lokalnych wyborów. Dobrym przykładem ilustrującym tą zasadę dla 
zadania wyznaczenia najkrótszego drzewa rozpinającego, które zostało za­
prezentowane w podrozdziale 1.4, jest algorytm Kruskala, patrz [90]. 

Idea podejścia zachłannego polega w tym przypadku na wyznaczeniu kra­
wędzi e1, e2 , ... , en-I w n - 1 iteracjach. W każdej iteracji wyznaczana jest 
jedna krawędź należąca do najkrótszego drzewa rozpinającego nieskierowa­
nego grafu ważonego G. W pierwszej iteracji wyznaczana jest krawędź o 
najmniejszej wadze, to znaczy: 

• e1 : c(e1) =min c(e). 
eEA 

W iteracjach k = 2, 3, ... , n - 1 wyznaczamy w rekurencyjny sposób kolejne 
krawędzie ek według następujących zasad: 

• ek : c( ek) =min c( e) gdzie 
eEAk 

Ak = {e EA: er/:. {e1,e2, ... ,ek-1} i {e1,e2,• .. ,ek-1,e} jest lasem} 

W każdej iteracji algorytmu dokonywany jest najlepszy lokalny wybór, 
dlatego algorytm nazywany jest zachłannym. Uzyskane rozwiązanie zada­
nia wyzaczenia najkrótszego drzewa rozpinającego jest zawsze optymalne. 
Struktura grafu G nie odgrywa praktycznie większej roli w działaniu algo­
rytmu Kruskala, wymagamy jedynie, aby podgraf grafu G składający się ze 
zbioru krawędzi { e1 , e2 , ... , ek-I, e} oraz wierzchołków je tworzących był la­
sem w celu uniknięcia dołączenia do konstruowanego rozwiązania krawędzi 
tworzących cykl. 

Rozważmy teraz zadania optymalizacyjne (1.12), (1.13) oraz (1.14) zdefi­
niowane dla zadania rozbicia zbioru, patrz podrozdział 1.3. Bez ograniczenia 
ogólności możemy przyjąć założenie, że wagi x1, x2, ... , Xn wprowadzone na 
stronie 24 są posortowane w porządku nierosnącym, a więc 

(2.11) 

Jak zauważono na stronie 25, przym= 2 zadania (1.12) oraz (1.13) są ze 
sobą tożsame w sensie postaci rozwiązań optymalnych. Dla ustalenia uwagi 
rozważmy zadanie (1.13) przy m = 2. Do jego rozwiązywania zastosujmy 
algorytm działający według poniższej zasady: 

Element i, i = 1, ... , n, jest przydzielany do zbioru N1 , jeżeli i jest liczbą 
nieparzystą oraz do zbioru N2 , jeżeli i jest liczbą parzystą. 
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Uzyskane rozwiązanie przybliżone ma wartość funkcji celu ZGRE(n) speł­
niającą poniższe zależności, patrz Rinnooy Kan [115] oraz Rinnooy Kan i 
Stougie [116]: 

{ ~ ~ } 2 zopy(n,2) 
zcRE(n) = max ~. xi, ~. xi oraz - :S ( ) :S 1 

iEN1 iEN2 3 ZGRE n 
(2.12) 

Dla zadania pakowania zasobników (1.14), gdzie (2.11) jest spełnione, 
dużą popularnością cieszą się dwa algorytmy zachłanne: 

• Pierwszy pasujący malejący (first fit decreasing w skrócie FF D). Każdy 
kolejny element i, i = 1, ... , n, jest pakowany do zasobnika o najmniej­
szym numerze, w którym się on mieści. Niech wartość uzyskanego 
przez algorytm FF D rozwiązania (liczba wykorzystanych zasobników) 
będzie oznaczona z FF D (n). 

• Najlepiej pasujący malejący ( best fit decreasing w skrócie EF D). Każdy 
kolejny element i, i = 1, ... , n, jest pakowany do zasobnika o najmniej­
szej ilości wolnego miejsca, w którym się on mieści. Niech wartość 
uzyskanego przez algorytm EFD rozwiązania (liczba wykorzystanych 
zasobników) będzie oznaczona ZBFD(n). 

Spełnienie warunku (2.11) powoduje "zachłanność" powyższych metod. 
Rozważmy algorytmy pierwszy pasujący (first fit w skrócie FF) oraz naj­
lepiej pasujący ( best fit w skrócie EF), które działają dokładnie tak samo 
jak algorytmy FF D oraz EF D opisane powyżej z tą różnicą, że warunek 
(2.11) nie jest spełniony. Oznaczmy wartości rozwiązań przybliżonych (ilość 
zużytych zasobników) przez nie uzyskiwanych odpowiednio jako Zpp(n) oraz 
ZBF(n). Dla algorytmów FF oraz FFD znane są następujące zależności, 
patrz Johnson [70] oraz Garey i inni [46], 

Zpp(n) :S lib · zoPT(n)l oraz Zppn(n) :S 11ł · zopy(n)l + 4 (2.13) 

gdzie I al oznacza najmniejszą liczbę całkowitą taką, że a :S I a 1- Co więcej, 
dla każdego z tych algorytmów istnieją przykłady zadań takich, że 

I~· zopy(n)l - 1 :S Zpp(n) oraz 11
9
1 • zopy(n)l :S Zppn(n). 

Dla algorytmów EF oraz EF D znane są podobne wyniki, patrz Coffman 
i inni [23]. Wyniki te wykazują dobitnie, że wprowadzenie elementu za­
chłanności w znaczący sposób poprawia jakość uzyskiwanych rozwiązań. W 
podrozdziale 4.4 zaprezentowane zostaną wyniki analizy przypadku średniego 
w odniesieniu do zadania pakowania zasobników. 

Dla wybranych zadań optymalizacji dyskretnej podejście zachłanne po­
zwala sformułować algorytmy dokładne. Jest to ściśle związane z pojęciem 
matroidów. 
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Matroidy i algorytm zachłanny 

Niech N = {1, . .. , n} będzie skończonym zbiorem, [c1 , ... , cnl, ci 2'. O będzie 
wektorem wag o n składowych. Dla podzbioru E zbioru N, E ~ N, niech 

z(E) = Le; 
iEE 

będzie wartością funkcji celu. Niech [, będzie rodziną podzbiorów zbioru N 
taką, że 

jeżeli XE E oraz Y ~ X, to wtedy również Y EE. 

Parę ( N, E) nazywamy systemem niezależności ( independence system). Za­
danie optymalizacyjne może być wtedy zdefiniowane w postaci: 

zoPT(n) = max z(E) 
EE[ 

Algorytm zachłanny dla zadania (2.4) w pierwszej iteracji wyznacza ele­
ment o najmniejszej wadze, to znaczy: 

W kolejnych iteracjach wyznaczamy w rekurencyjny sposób kolejne elementy 
ek według następujących zasad: 

gdzie 

Algorytm zachłanny kończy pracę, jeśli nie istnieje kolejny element ek. Liczba 
wykonanych przez niego iteracji n* nie przekracza n, n* ::; n. Wartość uzy­
skanego rozwiązania wynosi zcRE(n). 

Zdefiniujmy dla X~ N następujące wielkości: 

r(X) max{IYI : y ~ X, y En 
p(X) min{IYI : Y ~ X, Y EE,~ UE E takie, że Y CU~ X} 

Jeżeli dla wszystkich X ~ N zachodzi r(X) = p(X), to wtedy system 
niezależności (N, E) jest nazywany matroidem, patrz Grotschel i Lovasz [62], 
Kannan i Korte [77] oraz Korte i Hausmann [88]. 
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Zbiory Q, F, :F w (1.4) i (1.5) są odpowiednikami zbiorów N, X, E. W 
sformułowania zadania optymalizacji dyskretnej w postaci (1.5) nie wyma­
gamy, aby ( Q, :F) było systemem niezależności. W pracy Korte i Hausmann 
[88] udowodniono, że algorytm zachłanny dla zadania (1.5) z dowolnym we­
ktorem wag [c1, ... , cą], e; 2 O uzyskuje rozwiązanie optymalne wtedy i tylko 
wtedy, kiedy ( Q, :F) jest matroidem. 

W ogólnym przypadku, jeżeli (N, E) jest systemem niezależności, mamy: 

min {p(X)} < zcRe(n) < 1 
xc;,N r(X) - zopr(n) -

co dla licznych zadań optymalizacji dyskretnej pozwala uzyskać gwaran­
cje dokładności dla algorytmu zachłannego. Niestety, dla dużej części za­
dań optymalizacji dyskretnej algorytm zachłanny pozostaje metodą heury­
styczną. Jest on bardzo często używany w praktyce obliczeniowej dla uzyska­
nia "rozsądnych" rozwiązań, na przykład w celu uzyskania rozwiązań przy­
bliżonych w metodzie podziału i oszacowań. 

W pracy Korte i inni [89], zdefiniowano pojęcie greedoidów (greedoids) 
oraz przedstawiono klasy zadań optymalizacji dyskretnej, dla których algo­
rytm zachłanny jest optymalny. 

W rozdziale 5 niniejszej monografii omówiono działanie algorytmu za­
chłannego i jego pochodnych dla różnych postaci zadań załadunku. 

Zauważmy, że przedstawione powyżej metody podziału i oszacowań oraz 
programowania dynamicznego dają zawsze rozwiązania optymalne dla rozwią­
zywanych zadań. Algorytm zachłanny uzyskuje rozwiązania optymalne dla 
wybranych zadań optymalizacji dyskretnej, a dla pewnej grupy zada11 jest 
on algorytmem przybliżonym o gwarantowanej dokładności. Natomiast w 
bardzo wielu przypadkach jest to metoda heurystyczna. W kolejnym podroz­
dziale przedstawimy grupę metod heurystycznych opartych na idei lokalnej 
poprawy rozwiązań dopuszczalnych. 

2.5 Metody lokalnej poprawy i inne 

Dla ustalenia uwagi przyjmujemy, że rozważamy zadania optymalizacji dys­
kretnej w postaci danej przez (1.5). Ogólna idea działania metod lokalnej 
poprawy może być przedstawiona w poniższej postaci: 

• W pierwszym kroku algorytmu uzyskujemy początkowe bieżące rozwią­
zanie przybliżone F*, F* E F , z wartością funkcji celu z(F*) . 

• W iteracyjnym kroku algorytmu potrafimy uzyskać rozwiązanie przy­
bliżone F 1

, F 1 E :F, bliskie do F*. Jeśli z(F*) < z(F1
), to wtedy 
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dokonujemy zamiany bieżącego rozwiązania przybliżonego F* := F 1 i 
przechodzimy do kolejnej iteracji algorytmu. 

• Możliwe jest uzyskiwanie nie jednego, a kilku rozwiąza11 przybliżonych, 
bliskich do bieżącego. Wtedy najlepsze z nich jest porównywane z 
rozwiązaniem bieżącym i ewentulanie go zastępuje. 

• Algorytm kończy pracę w przypadku braku możliwości dalszej poprawy 
wartości bieżącego rozwiązania. Ostatnie rozwiązanie bieżące staje 
się rozwiązaniem przybliżonym uzyskanym przez algorytm lokalnej po­
prawy. 

Sformułowanie rozwiązanie bliskie do bieżącego jest w ogólnym przypadku 
bardzo nieprecyzyjne. W praktyce chodzi tutaj o wykonanie stosunkowo 
nieskomplikowanej obliczeniowo modyfikacji rozwiązania bieżącego zadania 
tak, aby uzyskać jedno lub kilka rozwiąza1'1 przybliżonych. W przypadku 
zadań sformułowanych jako binarne, to znaczy kiedy F* odpowiada wektor 
[xi, ... , x~], x; = 1 (i E F*) lub x; = O (i r/. F*), i= 1, ... , n, rozwiązanie 
bliskie do bieżącego możemy próbować uzyskiwać poprzez zamianę jednej 
(lub kilku) składowych: x~ - 1 - xi_ (dla pozostałych x~ - xk), jeżeli ta 
operacja nie narusza dopuszczalności rozwiązania. W przypadku zadań teo­
rii grafów, dla których rozwiązaniami są zbiory łuków lub krawędzi grafu, na 
przykład drogi, cykle lub drzewa, rozwiązania bliskie do bieżącego uzysku­
jemy poprzez zamianę pewnego podzbioru łuków lub krawędzi rozwiązania 
bieżacego na inne, z zachowaniem dopuszczalności uzyskanego w ten sposób 
rozwiązania. 

Zaletą metod lokalnej poprawy jest spodziewany niski nakład oblicze­
niowy. Jak już wspomniano, algorytm kończy pracę, jeśli nie jest w stanie 
poprawić bieżącego rozwiązania. Może to oznaczać wyznaczenie przez algo­
rytm optimum lokalnego. Niestety, wartość uzyskanego w ten sposób roz­
wiązania przybliżonego zadania może być odległa od wartości rozwiązania 
optymalnego. Aby wyeliminować, albo przynajmniej w istotny sposób zła­
godzić tę niedogodność zaproponowano szereg modyfikacji metody przeglądu 
lokalnego próbujących omijać optima lokalne. Część tych metod nosi charak­
ter uniwersalny, na przykład przegląd losowy, symulowane wychładzanie lub 
przeszukiwanie z zakazami. Metody te mogą być stosowane do szerokich klas 
zadań optymalizacji dyskretnej. Niestety, dość często nie są one efektywne. 

Z kolei takie techniki jak algorytmy genetyczne i inne metody (np. sieci 
neuronowe) są oparte na analizie konkretnych zadań. Są one ściśle dopaso­
wane do zadań, które rozwiązują i często nie mają waloru ogólności. Możli­
wości ich zastosowania do innych zadań są więc ograniczone. Poniżej zostaną 
omówione ogólne zasady działania wymienionych powyżej algorytmów. 
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Przeszukiwanie losowe 

Jedną z prób właściwego ukierunkowania przeszukiwania zbioru rozwiązań 
dopuszczalnych i takiego sposobu akceptacji rozwiązań, aby zwiększyć praw­
dopodobieństwo wyznaczenia przez algorytm rozwiązania optymalnego, jest 
randomizacja algorytmów. W przypadku metody lokalnej poprawy rando­
mizacja może być zastosowana w sposób następujący. 

• Niech 'P(F) = exp(z(F)/T) dla każdego F E F, gdzie T jest pewną 
małą liczbą dodatnią. Mamy początkowe bieżące rozwiązanie przybli­
żone F*, F* E F, z wartością funkcji celu z(F*). 

• W iteracyjnym kroku algorytmu potrafimy uzyskać rozwiązanie przy­
bliżone F', F' EF, bliskie do F*. Jeśli z(F*) < z(F'), to wtedy do­
konujemy akceptacji uzyskanego rozwiązania przybliżonego F* := F'. 
Natomiast jeżeli z(F') ~ z(F*), to wtedy dokonujemy akceptacji uzy­
skanego rozwiązania przybliżonego F* := F' z prawdopodobieństwem 
'P(F')/'P(F*) i krok iteracyjny jest powtarzany. 

• Metoda kończy pracę albo w przypadku nie uzyskania poprawy warto­
ści rozwiązania w zadanej ilości iteracji, albo po wykonaniu określonej 
liczby iteracji. 

W pracy Metropolisa i innych [108] udowodniono asymptotyczną opty­
malność takiego algorytmu. Niestety, z uwagi na bardzo powolną zbieżność 
praktyczna przydatność tego podejścia jest wątpliwa. 

Symulowane wychładzanie 

W roku 1983 w dwóch równolegle przedstawionych pracach, Cerny [19] oraz 
Kirckpatrick i inni [85] zaproponowano metodę rozwiązywania złożonych za­
da11 optymalizacji dyskretnej opartą na analogii do osiągania stanu minimal­
nej energii materii wychładzanej po rozgrzaniu do stanu topnienia (wrzenia). 
Podejście to nazwano metodą symulowanego wychładzania ( simulated anne­
aling). W odniesieniu do zadań optymalizacji dyskretnej traktujemy zbiór 
rozwiązań dopuszczalnych zadania F jako zbiór stanów ciała (materii) pod­
dawanej wychładzaniu, 1/ z(F) jest energią stanu (rozwiązania dopuszczal­
nego) F E F. Parametr T ma fizyczną interpretację jako temperatura materii 
(ciała) podlegającej wychładzaniu. Na początku procesu (pracy algorytmu) 
wartość T = Yo jest duża, równa temperaturze topnienia (wrzenia) materii 
oraz mamy początkowe bieżące rozwiązanie przybliżone F*, F* E F z warto­
ścią funkcji celu z(F*). Następnie temperatura jest stopniowo zmniejszana 
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w dyskretnych krokach ( mamy T 1 > T 2 > · · · > Tk > · · ·). Dla każdej kolej­
nej wartości temperatury Tk wykonujemy losowe przeszukiwanie opisane w 
poprzednim podrozdziale, to znaczy uzyskujemy bliskie do bieżącego rozwią­
zanie przybliżone zadania F'. W przypadku poprawy wartości rozwiązania 
jest ono akceptowane, natomiast w przypadku cp(F*) 2: cp(F') dokonujemy 
zamiany (akceptacji F') F* := F' z prawdopodobieństwem cp(F')/cp(F*). 
Procedurę tę powtarzamy dla kolejnych wartości temperatur. Algorytm koń­
czy pracę, kiedy w zadanej liczbie iteracji nie nastapila poprawa uzyskanego 
rozwiązania, albo jeżeli liczba iteracji staje się nadmierna. 

Wykorzystując wyniki Metropolisa i innych, patrz [108] można udowo­
dnić, że algorytm symulowanego wychładzania jest asymptotycznie zbieżny 
do rozwiązania optymalnego zadania z prawdopodobieństwem 1. Pierwsze 
eksperymenty polegające na zastosowaniu tej metody do szczególnie trud­
nych zadań optymalizacji dyskretnej, na przykład dla zadania komiwojażera, 

były bardzo zachęcające. Niestety, bardziej szczegółowa analiza jej działania 
wykazała, że jest ona bardzo wrażliwa na wybrany schemat wychładzania, 
to znaczy wartości temperatur T 1 , T 2 , • • •, Tk, • · ·, i co za tym idzie nie jest 
stabilna obliczeniowo. Uzykane wyniki eksperymentów obliczeniowych zapre­
zentowano w wielu publikacjach, na przykład w pracach Johnsona i innych, 
patrz [75], [73] oraz[76]. 

Przeszukiwanie z zakazami 

W powyżej przedstawionych algorytmach przeszukiwania losowego i symulo­
wanego wychładzania zawarta jest idea losowego omijania optimów lokalnych 
poprzez akceptację pogorszenia wartości funkcji celu z prawdopodobieństwem 
cp( F 1

) / cp( F*). Idea metody przeszukiwania z zakazami ( tabu search) oparta 
jest na omijaniu optimów lokalnych w sposób deterministyczny. Podejście to 
zostało zaproponowane przez Glovera, patrz [55] i [56] oraz Glover i Laguna 
[59]. 

Metoda to posiada szereg wariantów, dla ustalenia uwagi przedstawimy ją 
w poniższej postaci, zwanej metodą najmniejszego pogorszenia (least deterio­
ration). Dla opisu działania tej metody niezbędne jest zdefiniowanie N(F*), 
zbioru rozwiązań bliskich do aktualnie rozważanego rozwiązania przybliżo­
nego F*. W przypadku zadań binarnych, to znaczy kiedy F* odpowiada 
wektor [xi, ... ,x~], x: = 1 (i EF*) lubx: = O (i~ F*), i= l, ... ,n, 
zbiór rozwiązań bliskich do bieżącego N(F*) możemy próbować uzyskiwać 
poprzez zamianę części składowych: x~ +--- 1 - xk ( dla pozostałych x~ +--- xk), 
jeżeli ta operacja nie narusza dopuszczalności rozwiązania. Drugim ważnym 
elementem tej metody jest lista zakazów (tabu list). Zasadniczym celem 
jej utworzenia jest uniemożliwienie powrotu do niedawno rozważanych raz-
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wiązań, w tym optimów lokalnych, co może doprowadzić do zapętlenia się 
algorytmu. 

• W pierwszym kroku algorytmu uzyskujemy początkowe bieżące rozwią­
zanie przybliżone F*, F* E :F z wartością funkcji celu z(F*). 

• W iteracyjnym kroku algorytmu wybieramy rozwiązanie przybliżone 
F', F' E N(F*), maksymalizujące z(F') - z(F*) i nie znajdujące się 
na liście zakazów. Następnie umieszczamy F* na liście zakazów oraz 
dokonujemy zamiany bieżącego rozwiązania przybliżonego F* := F' i 
przechodzimy do kolejnej iteracji algorytmu. 

• Po określonej liczbie iteracji rozwiązanie jest usuwane z listy zakazów. 

• Algorytm kończy pracę w przypadku braku uzyskania poprawy bie­
żącego rozwiązania w zadanej liczbie iteracji. 

Zauważmy, że wartość z(F')-z(F*) może być zawsze ujemna dla pewnych 
rozwiązań bieżących, będących optimami lokalnymi. W takim przypadku wy­
bierane jest rozwiązanie pogarszające wartość rozwiązania w najmniejszym 
stopniu i nie znajdujące się na liście zakazów. Bez zastosowania listy zaka­
zów w następnej iteracji algorytm mógłby wrócić do tego samego optimum 
lokalnego i nigdy go nie opuścić. Z drugiej strony elastyczność działania al­
gorytmu wymaga, aby po pewnym czasie usunąć z listy zakazów wcześniej 
umieszczone tam rozwiązania. 

Algorytmy genetyczne 

Algorytmy genetyczne są rozumiane jako "inteligentne" metody przeszuki­
wania losowego. Podstawy teoretyczme zostały opracowane przez Hollanda, 
patrz [69]. Idea algorytmu genetycznego jest oparta na procesie ewolucji orga­
nizmów biologicznych w przyrodzie. Jedną z podstawowych zasad ewolucji 
jest dobór naturalny oraz "przetrwanie najlepiej przystosowanych". Jed­
nostki, które potrafią lepiej przystosować się do środowiska w którym żyją 
mają lepsze szanse na przetrwanie i rozmnażanie się, pozostałe osobniki zo­
stają wyeliminowane. Oznacza to, że geny lepiej dostosowanych jednostek 
będą przenoszone na rosnącą liczbę osobników we wszystkich kolejnych poko­
leniach. Co więcej, kombinacja cech dobrze przystosowanych przodków może 

spowodować, że potomkowie będą jeszcze lepiej przystosowani do środowiska. 
Proces ewolucji genetycznej jest symulowany w pracy algorytmów gene­

tycznych dla zadań optymalizacji dyskretnej. Każdy osobnik (potencjalne 
rozwiązanie zadania optymalizacj dyskretnej) jest zakodowany w postaci 



60 ROZDZIAŁ 2. METODY ROZWIĄZYWANIA 

chromosomu (łańcucha). Dostosowanie osobnika (rozwiązania) do środowi­
ska jest oceniane przez wartość funkcji oceniającej. Wysoce przystosowani 
osobnicy (rozwiązania przybliżone o "dobrej" wartości funkcji oceniającej) 
mogą się krzyżować poprzez wymianę informacji genetycznej z innymi wy­
soce przystosowanymi osobnikami. W ten sposób powstaje potomstwo, to 
znaczy rozwiązania zadania optymalizacji dyskretnej łączące cechy rozwiązań 
- przodków. Po krzyżowaniu często stosowana jest mutacja, mająca na celu 
zamianę pewnych genów w chromosomach. W efekcie skrzyżowania możliwe 
są dwa sposoby postępowania: 

1. Wymieniona zostanie cała populacja, co odpowiada nowemu podzbio­
rowi rozwiązań dopuszczalnych zadania. 

2. Tylko gorzej dostosowani osobnicy zastaną zamienieni, a więc wyelimi­
nowane zostaną rozwiązania dopuszczalne o gorszych wartościach funk­
cji oceniającej. 

Należy zwrócić uwagę, że przy praktycznej implementacji algorytmu gene­
tycznego dla konkretnego zadania bardzo istotnym problemem jest utrzyma­
nie dopuszczalności rozwiązań w kolejnych krokach pracy algorytmu. Ogólny 
schemat działania algorytmu może być przedstawiony w poniższy sposób: 

• Uzyskujemy początkową populację (zbiór rozwiązań). Obliczamy przy­
stosowanie osobników (rozwiązań). 

• W iteracyjnym kroku algorytmu dokonujemy wyboru z populacji przod­
ków, wykonujemy krzyżowanie, mutację i uzyskujemy potomstwo. Obli­
czamy stopień przystosowania potomstwa ( wartości funkcji oceniającej). 
Dokonujemy zamiany części lub całości populacji przodków na potom­
stwo ( dokonujemy zamiany rozwiąza11). 

• Algorytm kończy pracę, gdy uzyskane zostało rozwiązanie o satysfak­
cjonującej jakości, lub po wykonaniu zadanej ilości iteracji. 

W pracy Eibena i innych, patrz [36], zostało udowodnione, że proces ten 
zmierza do uzyskania rozwiązania optymalnego zadania z prawdopodobie11-
stwem dążącym do jedności. Ten wartościowy wynik teoretyczny nie prze­
sądza oczywiście o praktycznej przydatności tego algorytmu do rozwiązywa­
nia różnorodnych zadań optymalizacji dyskretnej w praktyce obliczeniowej. 

Innymi metodami przybliżonymi stosowanymi do rozwiązywania zadań 
optymalizacji dyskretnej są algorytmy wykorzystujące sieci neuronowe (neu­
ral networks), algorytmy akceptacji progu ( threshold accept) i wiele innych. 
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Metody programowania liniowego 

Jak już wspomniano w podrozdziale 1.2, zadanie programowania liniowego 
(1.3) nie jest zadaniem optymalizacji dyskretnej w ścisłym znaczeniu. Nato­
miast wiele ważnych, praktycznych zagadnień ekonomicznych, technicznych 
czy też związanych z badaniami operacyjnymi może zostać sformułowanych 
wprost w postaci zadań programowania liniowego. Co więcej, odgrywa ono 
bardzo ważną rolę jako zadanie wspomagające w teorii i praktyce rozwiązy­
wania zadań optymalizacji dyskretnej. Poprzez pominięcie warunku całko­
witoliczbowości zmiennych Xi lub zastąpienie zmiennych binarnych (x; = O 
lub 1) zmienną ciągłą (O :S: X; :S: 1) zadania programowania liniowego stają 
się w naturaly sposób relaksacjami zadań programowania całkowitoliczbo­
wego lub binarnego. Bardzo często są one wykorzystywane dla uzyskiwania 
oszacowań rozwiązania optymalnego w metodzie podziału i oszacowań, patrz 
podrozdział 2.2. Ponadto, mogą one być stosowane jako podzadania w mo­
delowaniu wielu ważnych zagadnień praktycznych. Spowodowało to burzliwy 
rozwój teorii i praktyki rozwiązywania zadań programowania liniowego, patrz 
Dantzig [31], Gass [50] oraz Zarychta i Ogryczak [151]. 

Do rozwiązywania zadania programowania liniowego powszechnie stoso­
wana jest, również w pakietach komercyjnych, metoda sympleks. Istnieją 

różne metody sympleksowe: pierwotna, dualna itp oraz różne, oparte na nich 
algorytmy obliczeniowe, na przykład zrewidowana metoda sympleks. Pod­
stawową ideą tego podejścia jest przeglądanie rozwiązań bazowych zadania, 
odpowiadających wierzchołkom wielościennego zbioru wypukłego. Przeglądu 
dokonuje się do momentu uzyskania rozwiązania optymalnego lub stwierdze­
nia wystąpienia nieograniczoności wartości optymalnej rozwiązania zadania 
programowania liniowego, lub też stwierdzenia nie istnienia rozwiązania opty­
malngo. Pewną wadą tej metody jest jej wykładnicza złożoność obliczeniowa 
wykazana przez Klee i Minty w pracy [86], patrz rozdział 3, występująca w 
praktyce obliczeniowej w bardzo rzadkich, patologicznych przypadkach. 

W pracy Chacziana [20] została zaproponowana zupełnie odmienna me­
toda rozwiązywania zadań programowania liniowego, nazwana algorytmem 
elipsoidalnym. Zasadnicza idea tego podejścia sprowadza się do konstruo­
wania ciągu zawężających się elipsoid zawierających rozwiązania przybliżone 
zadania. W kolejnych krokach elipsoidy są dzielone na pół hiperpłaszczy­
zną równoległą do jednego z niespełnionych ogranicze11. Uzyskana połowa 
elipsoidy jest wykorzystywana do skonstruowania następnej elipsoidy. Algo­
rytm kończy pracę w skończonej liczbie kroków a efektem jego działania jest 
wyznaczenie rozwiązania optymalnego zadania programowania linowego lub 
stwierdzenie, że ono nie istnieje. Podstawową zaletą tego podejścia jest ni­
ska (wielomianowa) złożoność obliczeniowa algorytmu, co pozwoliło zaliczyć 
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zadanie programowania liniowego do "prostszych" zadań optymalizacyjnych, 
patrz rozdział 3. Metoda Chacziana oparta jest na bardzo szczególnym mo­
delu obliczeniowym i w praktyce obliczeniowej okazała się niezbyt przydatna. 

Karmarkar w pracy [78] zaproponował algorytm projekcyjny (projective al­
gorithm) dla rozwiązywania zadań programowania liniowego. Algorytm ten 
należy do metod punktu wewnętrznego. Podstawowa zasada tego podejścia 
polega na projekcji wektorów na wielościany, w celu uzyskania następnych 
wektorów będących lepszym przybliżeniem rozwiązania optymalnego zada­
nia programowania liniowego. N a zakończenie pracy algorytmu uzyskujemy 
rozwiązanie optymalne zadania, albo stwierdzamy, że ono nie istnieje. W 
przypadku tej metody oraz jej modyfikacji dokonanych przez innych auto­
rów odnotowano bardzo zachęcające wyniki eksperymentów obliczeniowych. 

2.6 Podsumowanie 

Celem tego rozdziału było przedstawienie wybranych metod obliczeniowych 
służących do rozwiązywania zadań optymalizacji dyskretnej. Przeprowa­
dzono klasyfikację metod rozwiązywania zada11 optymalizacji dyskretnej. Wy­
odrębniono metody dokładne, uzyskujące rozwiązanie optymalne zadania 
dla wszystkich realizacji jego danych oraz metody przybliżone , które uzy­
skują rozwiązanie dopuszczalne zadania o wartości "bliskiej" do optymalnej. 
Wśród metod przybliżonych dodatkowo wyodrębniono: 

• Metody o gwarantowanej dokładności działania. W przypadku tego 
typu metod znana jest maksymalna wartość względnego lub bezwzględ­
nego błędu, o który różni się wartość rozwiązania przybliżonego od 
wartości rozwiązania optymalnego. 

• Metody heurystyczne. W przypadku metod heurystycznych nie ma 
żadnych gwarancji jakości uzyskiwanych rozwiązań. Tym niemniej są 
one często wykorzystywane w licznych zastosowaniach praktycznych, 
głównie z powodu małego nakładu obliczeń. 

Innym kryterium podziału metod rozwiązywania zadań optymalizacji dys­
kretnej jest uniwersalność lub wyspecjalizowanie metody. Bardziej szcze­
gółowo zostały omówione następujące podejścia do rozwiązywania zada11 opty­
malizacji dyskretnej: 

• Metoda podziału i oszacowań, której podstawowym celem jest zawęże­
nie pełnego przeglądu zbioru rozwiązań dopuszczalnych przy wykorzy­
staniu oszacowań wartości rozwiązania optymalnego. 
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• Programowanie dynamiczne, gdzie rozwiązanie optymalne zadań o więk­
szym rozmiarze jest uzyskiwane poprzez rozwiązania optymalne mniej­
szych zadań pomocniczych. 

• Metody zachłanne, które mają za zadanie dokonywanie najlepszych lo­
kalnie wyborów. Metody tego typu są często stosowane w praktyce. W 
niektórych przypadkach można udowodnić ich optymalność , w innych 
mogą one mieć gwarantowaną dokładność obliczeń. W przypadku dużej 
części zadań optymalizacji dyskretnej metody zachłanne są metodami 
heurystycznymi. 

• Grupa metod lokalnej poprawy, gdzie zasadnicza idea sprowadza się do 
uzyskiwania w kolejnych iteracjach, w otoczeniu aktualnie rozpatry­
wanego rozwiązania przybliżonego zadania, innego rozwiązania przy­
bliżonego, o lepszej wartości funkcji celu. Uzyskane rozwiązanie staje 
się nowym aktualnym rozwiązaniem. Spośród metod lokalnej poprawy 
większą uwagę poświęcono przeszukiwaniu losowemu, symulowanemu 
wychładzaniu, przeszukiwaniu z zakazami oraz algorytmom genetycz­
nym. 

• Metody programowania liniowego, które są bardzo użyteczne jako na­
rzędzie pomocnicze w rozwiązywaniu wielu zadań optymalizacji dys­
kretnej. Omówiono ogólne założenia metody sympleks, algorytmów 
elipsoidalnego oraz projekcyjnego. 

Zamiarem autora było przedstawienie idei działania wybranych metod 
rozwiązywania zadań optymalizacji dyskretnej. Omówienie, często zawiłych 
i złożonych, szczegółów technicznych zostało świadomie pominięte w celu 
zachowania jasności i przejrzystości wywodu. Również przedstawiony wybór 
omówionych metod jest subiektywny i dalece nie wyczerpujący. 



Uwagi końcowe 

W monografii rozważono podejście przypadku średniego do analizy zadań 
oraz algorytmów optymalizacji dyskretnej. Celem monografii było wykaza­
nie, na przykładzie binarnego wielowymiarowego zadania załadunku, zadania 
szeregowania prac z terminami zakończenia oraz wyników znanych z litera­
tury, że podejście przypadku średniego jest bardzo użytecznym narzędziem 
analizy zadań i algorytmów optymalizacji dyskretnej. 

W monografii dokonano przeglądu dziedziny optymalizacji dyskretnej z 
zaprezentowaniem najbardziej charakterystycznych zadań, takich jak: pro­
gramowanie całkowitoliczbwe i liniowe, programowanie binarne, zadania po­
krycia, pakowania i rozbicia zbiorów, wybrane zadania teorii grafów oraz 
zadania harmonogramowania. 

Następnie zaprezentowano popularne i powszechnie stosowane techniki 
rozwi1łZywania zadań optymalizacji dyskretnej, takie jak: metoda pełnego 
przeglądu, metoda podziału i oszacowań, programowanie dynamiczne, algo­
rytmy zachłanne, metody programowania liniowego i inne. 

Zdefinowane zostały sposoby oceny dokładności pracy algorytmów opty­
malizacji dyskretnej. Do oceny złożoności obliczeniowej zadań i algorytmów 
optymalizacji dyskretnej wprowadzono metodologię przypadku najgorszego. 
Dokonano podziału zadań optymalizacji na umowne kategorie zadań łatwych 
(należących do klasy P), trudnych (należących do klasy zadań NP-trudnych) 
oraz szczególnie trudnych (zadań silnie NP-trudnych). Z pewnym upro­
szczeniem można powiedzieć, że o łatwości rozwiązywania wybranych zadań 
optymalizacji dyskretnej decyduje istnienie dla nich algorytmów dokładnych 
o wielomianowej złożoności obliczeniowej. 

Jako dopełnienie oraz poszerzenie możliwości poznawczych podejścia przy­
padku najgorszego zaprezentowano podejście przypadku średniego. Zdefi­
niowano niezbędne podstawy teoretyczne analizy przypadku średniego oraz 
dokonano prezentacji wybranych wyników znanych z literatury. 

Ogólne rozważania dotyczące zadań optymalizacji dyskretnej, metod ich 
rozwiązywania, podejścia analizy przypadku najgorszego i średniego do oceny 
zadań i algorytmów optymalizacji dyskretnej szczegółowo omówiono na przy-
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kładzie wielowymiarowego binarnego zadania załadunku , z odrębnym rozpa­
trzeniem przypadku jednowymiarowego oraz zadania szeregowania prac z 
terminami zakończenia. 

Dla rozważanych modeli losowych zadaf1, które uzyskano przyjmując zało­
żenie, że współczynniki funkcji celu i lewych stron ogranicze11 są, realizacjami 
zmiennych losowych o rozkładzie równomiernym w przedziale (O, 1] , uzyskano 
szereg ciekawych wyników analizy przypadku średniego. Najważniejszym z 
nich było wykazanie, że wartości rozwiąza1\ optymalnych dla całych losowych 
klas zadań dążą do swoich wartości oczekiwanych - deterministycznych funk­
cji: rozmiaru zadania n (liczby zmiennych decyzyjnych), liczby ogranicze11 m 
(w przypadku binarnego wielowymiarowego zadania załadunku), oraz warto­
ści prawych stron ograniczeń. Z przeprowadzonych rozważań wynika istotny 
wpływ wartości i wzajemnych uwarunkowań wektorów prawych stron ograni­
czeń na asymptotyczny wzrost wartości rozwiązań optymalnych jako funkcji 
rozmiaru zadania n. 

W przypadku binarnego wielowymiarowego zadania załadunku można za­
uważyć, że liczba ograniczeń m ma bardzo duży wpływ na asymptotyczny 
wzrost wartości rozwiązań optymalnych jako funkcji rozmiaru zadania n, 
szczególnie w przypadku funkcyjnej zależności wartości prawych stron ogra­
niczeń od m oraz małych wartości prawych stron ograniczeó. bj(n), j = 
1, ... , m. Dla dużych wartości bj (n), j = l, ... , m, zależność od m ulega 
znacznemu osłabieniu, a przy bj( n) ~ n/2 praktycznie zanika. 

Powszechnie stosowaną w praktyce obliczeniowej metodą służącą do oceny 
algorytmów przybliżonych jest testowanie ich na zadaniach generowanych lo­
sowo. Uzyskane wyniki są następnie poddawane analizie statystycznej. Ła­

two jest zauważyć, że powszechnie stosowane generatory zadań losowych są 
praktycznie tożsame z rozważanymi w monografii losowymi modelami zada11. 
Wyniki analizy przypadku średniego są więc w wielu przypadkach potwier­
dzeniem i teoretycznym uzasadnieniem wyników eksperymentalnych. 

Co więcej, w uzasadnionych przypadkach wyniki analizy przypadku śre­
dniego mogą wyeliminować konieczność przeprowadzania eksperymentu obli­
czeniowego testującego algorytmy dla zadań optymalizacji dyskretnej. W 
takim przypadku w oczywisty sposób jest oszczędzany czas badaczy oraz 
zmniejszane wykorzystanie zasobów komputerowych. 

W monografii wykazano, że bardzo proste algorytmy heurystyczne, o li­
niowej złożoności obliczeniowej, nie mające nawet gwarancji uzyskania rozwią­
zań dopuszczalnych zadań, są, asymptotycznie optymalne w średnim przy­
padku. Wyniki tego typu są, w oczywisty sposób odmienne od wyników 
analizy przypadku najgorszego i dlatego stanowią ich wartościowe uzupełnie­
nie. 

Pogląd, że analiza przypadku średniego może zastąpić analizę przypadku 
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najgorszego jest w odczuciu autora błędny. Zarówno analiza przypadku naj­
gorszego, jak również analiza przypadku średniego mają swoją specyfikę oraz 
uzyskują wartościowe wyniki i oceny. Dopiero zapoznanie się z wynikami ana­
liz różnego rodzaju pozwala wyrobić sobie możliwie najbardziej obiektywny 
pogląd na różne aspekty analizowanego zadania lub algorytmu optymalizacji 
dyskretnej. 

Należy również podkreślić, że wyniki analizy przypadku średniego są 
prawdziwe tylko dla rozważanych losowych klas zada11. Należy więc zacho­
wać szczególną ostrożność przy próbach uogólniania uzyskanych wyników na 
inne klasy zadań, gdyż może to prowadzić do fałszywych i nieuzasadnionych 
wniosków. 

Istotnym wyzwaniem badawczym pozostaje nadal przeprowadzenie ana­
lizy przypadku średniego dla szczególnie trudnych zada11 optymalizacji dys­
kretnej. Dobrym przykładem jest zadanie programowania całkowitoliczbo­
wego, patrz podrozdział 1.2 oraz wzór (1.2). W przypadku zadania programo­
wania całkowitoliczbowego postać funkcji Lagrange'a oraz zadania dualnego 
nie sprzyja zastosowaniu technik i oszacowa11 wykorzystanych w podrozdzia­
łach 5.2 oraz 6.2. 

Innym ważnym celem przyszłych prac badawczych wydaje się rozważe­
nie bardziej realistycznych modeli zada11, co w szczególności może wyma­
gać zastosowania złożonych rozkładów prawdopodobieństwa zmiennych lo­
sowych opisujących charakterystyki analizowanych zada11. Również w tym 
przypadku oczekiwane jest uzyskanie analitycznych wyników o podobnym 
charakterze jak wyniki zawarte w podrozdziałach 5.5 oraz 6.3 niniejszej mo­
nografii. 
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