





Redukcja wymiarowosci szeregow czasowych

Maciej Krawczak, Grazyna Szkatuta

WProwadzenie .. ...ooovniiiiiiiiiiiiii e 2
1. Koncepcja obwiedni szeregdw czasowych ..........o..coeinns 5
1.1. Obwiednie typu 1 ....oovveiiiiiiiiii 5
1.2. Obwiednie typu 2 ......ocoomniiiiiiii i 7

2. Agregacja obwiedni szeregdw czasowych ..............c.eeniee 9
2.1. Agregacja obwiedni typu 1 .......cooviiiiiiiiiiinnn 9
2.2. Agregacja obwiedni typu 2 ........occoiviiiiiiiiniiaiee 11

3. Kompresja szeregow czasowych .......co.coovviviiiiinniiinnne, 13
4. Przyktad obliczeniowy ~ zadanie klasyfikacji .................. 14
4.1, Opis danych ... 14
4.2. Generowanie regut decyzyjnych ..................ociiein 16
4.3. Klasyfikacja do dwoch klas: E1 F ..o, 18
4.3.1. Wyniki obliczen dla obwiedni typu I .......cccevree. 19

4.3.2. Wyniki obliczen dla obwiedni typu 2 ...........cc..... 24

4.4, Klasyfikacja do trzech klas: E, Fi A 36
45

4.5. Klasyfikacja do trzech klas: B, Fi A

4.6. Klasyfikacja do trzech klas: B, Fi A (z normalizacja) ... 50

1155 ¢: 111} - E PP 57



Wprowadzenie

W ciagu ostatnich kilku latach mozna zaobserwowaé wzrastajace zainteresowanie ana-

lizq danych w postaci strumieni danych (np. Xi i in., 2006). Zainteresowanie to jest wy-

nikiem dostgpnosci coraz wigkszej ilosci réznych urzadzen zbierajacych dane, ktore sg

nastepnie przechowywane w bazach danych. Dane te sa bardzo czgsto w postaci szere-

goéw czasowych lub szeregéw pseudo-czasowych. Typowymi przykladami tego rodzaju

danych sa wyniki rynkéw finansowych, dane medyczne, muzyczne, dane meteorolo-

giczne czy tez dane zwiazane z genomami organizméw (np. Rodriguez, Alonso, 2004;

Nanopoulos, Alcock, Manolopoulos, 2001; Wu, Chang, 2004).

Wigkszos$é badan eksploracji danych w diugich szeregach czasowych dotyczy nastgpu-

jacych zagadnien (Roddick i in., 2001):

indeksowania, tzn. dla okreslonego wzorcowego szeregu czasowego Q oraz okreslo-
nej miary podobienstwa szeregdw czasowych D(Q, C) nalezy znalezé najbardziej
podobne szeregi C (do wzorcowego) w rozpatrywanej bazie danych BD,

klasteringu, tzn. znalezienie naturalnych grup szeregdw czasowych w bazie danych
BD zgodnie z przyj¢ta miarg podobienstwa szeregéw D(Q, C),

klasyfikacyi, tzn, przyporzadkowanie szeregu czasowego Q do jednej z dwéch lub
wiecej okreslonych klas,

agregacji (summarization) tzn. duzego zmniejszenia wymiarowosci szeregu przy
zachowaniu zasadniczych cech tego szeregu,

wykiywanie anomalii, czyli wykrywanie sekcji szeregdw czasowych zawierajacych

anomalie lub z pewnych wzgledow interesujace zmiany w szeregu.

Znane sa podstawowe sposoby reprezentacji szeregow czasowych, m.in.:

dyskretna transformata Fouriera,
dyskretna transformata falkowa,
aproksymacja odcinkami liniowa,

aproksymacja odcinkami stata (schodkowa).



Kazda z tych reprezentacji skiada si¢ z linlowych kombinacji odpowiednich funkcji
bazowych, co wyklucza wprowadzenie funkcji odlegtosci migdzy szeregami, wymaga-

nej przy pordbwnywaniu szeregow czasowych.

Z drugiej strony, metody stosowane do analizy ww. zagadnien analizy szeregéw czaso-

wych oparte sg wiasnie na okreslaniu i poréwnywaniu:

o odlegltosci migdzy szeregami czasowymi, albo

o odlegtosci migdzy cechami istotnymi szeregéw czasowych,

przy czym odpowiednio zdefiniowane odleglogci oraz okreslona wartos$¢ progu € okre-

$lajg podobienstwo szeregow.

W tej pracy rozwazono zagadnienie klasyfikacji szeregéw czasowych na podstawie za-

gregowanej reprezentacji szeregu czasowego. W tym celu zaproponowano:

o wprowadzenie obwiedni gomej i obwiedni dolnej — idea obwiedni powoduje utratg
pewnej ilosci informacji w stosunku do informacji zawartej w oryginalnym szeregu
czasowym,

o dwa typy dyskretnych obwiedni szeregéw czasowych, polegajace na aproksymacji
funkcjami odcinkami statymi (schodkowymi),

e agregacje obwiedni gornej oraz obwiedni dolnej,

e wyznaczenie wartodci cech istotnych reprezentujgcych zagregowane obwiednie gor-
ne i dolne osobno, lub razem, przy wykorzystaniu sieci neuronowej,

e wyznaczenie regut decyzyjnych majacych postaé wyrazen logicznych ,JEZELI sq

spelnione okreslone warunki TO zachodzi przynaleino$¢ do okreslonej klasy”.

W konsekwencji, w pracy podjeto probe dokonania klasyfikacji szeregéw czasowych
z zastosowaniem zbioru regut decyzyjnych w oparciu o zagregowane cechy istotne ob-

wiedni gornej lub/i obwiedni dolnej.



Obliczenia wykonano na danych dostgpnych poprzez Internet w bazie danych Universy-
tetu Irvine w Kalifornii, ktore sq czesto stosowane przy testowaniu algorytméw do eks-

ploracji danych.

Jednym ze sposobéw generowania skiadnikéw gtéwnych (w naszym przypadku cech
istotnych) jest zastosowanie pamigci asocjacyjnej, realizowanej np. przez sieci neuro-
nowe. Realizacja pamigci asocjacyjnej jest mozliwa jako liniowa pamigé heteroasocja-
cyjna, czyli w postaci dwuwarstwowej jednokierunkowej sieci neuronowe;j z jedng war-

stwg ukryta.
Wyjscia neurondw warstwy ukrytej tworzg wlasnie wektor cech istotnych.

Zbiory tak okreslonych przykiadéw uczgcych (z ich podziatem na klasy) sq punktem
wyjscia w procesie uczenia maszynowego, w wyniku ktérego uzyskuje si¢ opisy rozpa-
trywanych klas w postaci regul majacych postaé wyrazen logicznych postaci “JEZELI

spelnione sq okreslone warunki TO zachodzi przynaleznosé do danej klasy”.

Reguly muszg spefniaé pewne dodatkowe wymagania. Powinny np. poprawnie opisy-
waé "wszystkie” lub ,,prawie wszystkie” przykiady nalezace do rozpatrywanej klasy
i nie opisywac "wszystkich” lub ,,prawie wszystkich” przyktadoéw do tej klasy nienale-

zgcych, mie¢ minimalng dtugo$é (np. w sensie liczby warunkéw tworzacych regule) itp.

Utworzone reguty moga by¢ uzyte do klasyfikowania nowych szeregéw, dla ktérych nie

jest znana przynaleznosé do okreslonej kiasy.



1 Koncepcja obwiedni szeregéw czasowych

Przyjmijmy, ze dany jest zbidr N szeregdw czasowych. Zaktadamy, ze rozpatrywany #-

ty szereg lub jego fragment opisany jest wektorem skiadajacym si¢ z K elementow
b =I5 (), x (0] M

dla k=1,2,..,K, n=12,...,N . Szereg czasowy (1) mozna tez przedstawi¢ jako sze-
reg czasowy roznic:

SO} e S O R W ) @)
gdzie
=l (1)~x0)], dla k=1,2,..,K~1, n=12,..,N .

Dla kazdego szeregu o postaci (1) lub (2) tworzymy m-krokowa obwiedni¢ géma i ob-

wiednig dolng. W tym opracowaniu wprowadzamy dwa typy obwiedni.

1.1. Obwiednie typu 1

ke £ oy
Obwiednia gorna, m-krokowa, typu 1 {x:(n)},‘sl"’_lj( jest zdefiniowana w nastgpujacy
sposob:

x,2 ()= max {()cll (n), xl (n),...,xll (n)}

xf (n) = max {(x]' (n),x; (n),...,)cl (n)}

E

xf (n) = max {(x! (n), 5! (n),..., x. (n)}

3
x* (n):max{(x:’(n),xlm(n),...,x' (n)}

2m-2 2m-t

) (n)=max{(x’2m_‘ (n),xim (n)sxt (n))

3m-2

x:m(n)=max{(xI (n),xim(n),...,x:m_l(n)}

2m-t

.x'lm_‘ (n)= max {(xllm_| (n ),xlm (n),.,.,x‘)m_2 (n)}



[£2 e Efonan [ {250
xj%]l--lw'! (n)=max {(x e .:( ) - , |2 (n)
.x'l;:_:;]w—n (n)= max{(x’lﬁjw_”_w (n),x['—_‘,'Jm . (n),...,x‘%J‘ . (n)

W analogiczny sposéb tworzymy m-krokowa obwiednie dolna typu 1, ozn.
o= K2 ety
{xf,(n)}kl""'J , W sposob przedstawiony ponizej:

Ln))
rJ (n)= min{(xf (n),xl (n),...,x"" (n)

x" (n) = min{(x: (n),x‘l (n),...,x

le ()= min{(x! (n),x! (n),...,x" (m)}

xi (n)= min{(x‘m ('7)”":.. (n),..i,xlzm_‘ ()

xi” (n)z min{(xf" (n),x’lm (n),.“,xlw_I (n)}
4

,\32 (n)= min {(xlm (n),x‘m (”)""’XZ,,.. (n)}

xjm_l (n) = min{(xim_1 (n),xlzm (n),‘..,.\'l]m_2 (n)}
r3 (n) = min{(xl]m_I (n),x‘m (n),...,x‘lm‘z (n)}

x3 . (n)= min{(x'm_’ (n),x‘zm (n),..‘,x;m_Z (n))

3or

x3 (n)= min{(x' (n),x" (nheo, X' (n)}
I%Jlmm—mz [%Jm-nwoz n [“—:Hlm—n»ms 7 IEJ‘”"”"

x> (n)= min{(x' () x" (n)yx* (n))
[%Jm-n-m) !:__’”m-n-mz l’:":‘il(m—”—mv) lﬁj""""‘

\:3 (n)= min{(x' (n),x" X n
(%J""'” [%J‘Wn»mz l.:f”(mn»mu l%]m-nu

Sposéb tworzenia m-krokowych obwiedni typu 1 dla przyktadowego szeregu (2) zostat

zilustrowany graficznie na rysunku 1.

6



9 1_0/1‘1/'12 13 14 15;16 Z 18 19

R, .
o j/ y i . V.

Rysunek 1. Obwiednia 4-krokowa gdmna typu | oraz 4-krokowa dolna typu 1 dla pierw-
szych 19 warto$ci szeregu

1.2. Obwiednie typu 2

Dla kazdego szeregu czasowego (1) lub (2) tworzona jest m-krokowa obwiednia gdma

2

A vt
typu 2, ozn, {x,‘ (”)}k:l ", w nastgpujacy sposob:

x?(n)z max {(x, (n),xz (n),.,.,x (n)}

-

xi(n)= max {(x, (n),x: (7). x (0}

m

xz {n)=max {(x, (n),_rl (n) X @)

xi,. (n)= max{(x_ (n),xwZ (n),...,xz (n}

xid (n) =max{(x (n),xM (n),...,xm (n)}

s ) (5)
x[gjmu (n): max {XHJ,.M.. (77),xmm_w (n ,m’xlﬂ" (’7)}
xl%J m(n)—maX{x e (n), x[ﬂm-m n) xH"‘ ()




W analogiczny sposéb tworzymy m-krokows obwiedni¢ dolna typu 2, ozn.

X
k= & (m
{xf.(n)}‘(.:[;"'J , W sposob przedstawiony ponizej:

xf(n)z min{(x, (n),xZ (n),,..,xm (m)
xi (n):min{(xl (n),x2 (n),x ()}

ri (n)=min{(x‘ (n),x:(n),...,xm @]
x (n)zmin{(xm‘ (n)x ’(n),...,x’ (n)}

el me2 m

xlm (n) =min{(x | (n), x, (n),...,xlm (n)}

x3 (n)= min{(x (’7)”%1 (n),...,xm (n))
(6)

3=

Sposob twarzenia m-krokowej obwiedni gémej typu 2 i dolnej typu 2 zostat zilustrowa-

ny graficznie dla przyktadu obliczeniowego na rysunku 2.
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Rysunek 2. Obwiednia 4-krokowa géma typu 2 oraz 4-krokowa dolna typu 2 dla pierw-
szych 20 wartosci szeregu



2. Agregacja obwiedni szeregéw czasowych

2.1. Agregacja obwiedni typu 1
Dla utworzonych m-krokowych obwiedni gérnych typu 1, zapisanych w postaci:

K-l (m-1)

{xf(n)}kjﬁj {rf(n),x;(n),.,.,x[ﬁ I V”(n):] Jdlan=12,..,N

dokonujemy agregacji, otrzymujac szeregi [——f J wymiarowe postaci:
n -

= '

T IR %)

b=

Agregacja polega na tym, ze w migjsce kolejnych m-I powtarzajacych sig¢ wartosci »-
R we £ty

krokowych obwiedni gémych typu 1, ozn. {x; (;1)}‘,:,[”"'J , tworzymy jedng warto$é

K-t
4=
szeregu zagregowanego, 0zn. {xf (n)}H "1 w sposéb przedstawiony ponizej:

xf(”) =p x?(n): max{(x: (n),x'_' (n),...,x'm (n)}




Nastepnie, dla utworzonych m-krokowych obwiedni dolnych typu 1, zapisanych w po-
staci:

&Am}h‘h' [n@)n@) lkw( wﬁ,dmn=h2qu

dokonujemy agregacji, otrzymujac szeregi [—TJ wymiarowe postaci:
m

K-l

hWﬁhLPM&W VW@ ®

m=1

Agregacja polega na tym, ze w miejsce kolejnych m-I powtarzajacych si¢ wartosci m-

LS (1)
krokowych obwiedni dolnych typu 1, ozn. {x:(n)}{"’ ‘j , tworzymy jedng warto$é
y= K-t
szeregu zagregowanego, 0z1. {x‘ (n)} l"‘ 'J , W sposob przedstawiony ponizej:

xs‘] (n) - x? (n)=min{(x., (), x (n),...,x‘m (n)




Sposéb tworzenia zagregowanych m-krokowych obwiedni typu 1 (z rysunku 1) zostat
zilustrowany graficznie dla przykiadu obliczeniowego na rysunku 3.

Rysunek 3. Zagregowana obwiednia 4-krokowa géma typu 1 i 4-krokowa dolna typu 1

2.2. Agregacja obwiedni typu 2
Dla utworzonych m-krokowych obwiedni gérnych typu 2, zapisanych w postaci:

{xi(n)}jﬂm =[x,z(n),xzz(n),...,xf£J (n)} ,dlan=12,..,N

dokonywana jest agregacja wartosci kolejno powtarzajacych si¢, w wyniku ktorej
otrzymywane sa szeregi [E—J wymiarowe postaci:
m

K

{xfo:)}:j”L [x.“ (n),.\-fw),...,xr£ J(")J ©)

m

Agregacja polega na tym, ze w miejsce kolejnych m powtarzajacych si¢ wartosci -
K
k= — m
krokowych obwiedni gomych typu 2 {xf(n)}kﬂ["’J , tworzymy jedna warto$¢ szeregu
=
k=

X
zagregowanego {xf(n)} ,I”'J , W sposéb nastgpujacy:




<2, ()
LD )= max (e, (), ()

< (1)

epern )

fo (") G

T e e, o) P ()

W analogiczny sposob tworzona jest zagregowana m-krokowa obwiednia dolna szeregu

. . K .
typu 2, w postaci szeregdw |-— | wymiarowych
m

{xf(n)}ﬁj;L {x{’<n>,xz"<n>,...,x{’£ J(")J (10)

m

Sposéb tworzenia zagregowanych m-krokowych obwiedni typu 2 (z rysunku 2) zostat
zilustrowany graficznie dla przyktadu obliczeniowego na rysunku 4.
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Rysunek 4 Zagregowana obwiednia 4-krokowa gorna typu 2 1 4-krokowa dolna typu 2



3. Kompresja szeregow czasowych

Generowanie cech istotnych jest $cisle zwigzane z problemem kompresji danych lub
redukcja wymiarowosci szeregdw czasowych. Zadaniem kompresji danych jest takie
zmniejszenie informacji o szeregu czasowym, aby mozna byto odtworzyé ten szereg.
Jest to dekompresja danych, przy mozliwie matych stratach informacji w stosunku do

informacji oryginalne;j.

Zaktada si¢, ze jezeli rozpatrywany szereg lub jego fragment opisany jest wektorem

i=

sktadajacym si¢ z N elementow, {Z )= = [x,,x,,...,x, |, to po kompresji jest on reprezen-

towany przez g cech istotnych, tzn.wektor {y,}'=* = Y2 Y, ]T, gdzie g<<N. Za-

j=1
ktada sig, ze na podstawie wektora y mozna odtworzy¢ wektor ¥ z pewng doktadnoscia

jako {£}7 =[%.%,... %]

Szereg czasowy jest teraz reprezentowany przez wektor y, ktérego elementy tworza

cechy istotne, inaczej sktadniki gtéwne (principal components) (Oja, 1992).

Jednym ze sposobdw generowania skladnikow giéwnych (w naszym przypadku cech
istotnych) jest zastosowanie pamigci asocjacyjnej, realizowanej np. przez sieci neuro-
nowe. Realizacja pamigci asocjacyjnej jest mozliwa jako liniowa pamig¢é heteroasocja-
cyjna, czyli w postaci dwuwarstwowej jednokierunkowej sieci neuronowej z jedng war-

stwg ukryta, ktora stanowi g neuronow.

x, X
‘xl ‘xZ
x
3 .
X,
X X

m m

Rysunek 5. Wyjscia neurondw warstwy ukrytej tworzg wektor cech istotnych.




4 Przyklad obliczeniowy dla zadania klasyfikacji

4.1 Opis danych
Do obliczen wybrano zbiér danych dostgpny poprzez Internet w bazie danych Uniwer-
sytetu Irvine w Kalifornii, ktéry jest czgsto stosowany przy testowaniu algorytméw do
eksploracji danych (Alcock i Manolopoulos, 1999):
http://kdd.ics.uci.edu/databases/synthetic_control/synthetic_control.data.htm!
Zawiera on 600 szeregdw czasowych, sztucznie wygenerowanych, z ktdrych kazdy zto-
zony jest z 60 liczb, okreslona jest tez przynaleznos¢ szeregu do jednej z szesciu klas:
A, B, C, D, E lubF. Szeregi od 1-100 naleza do klasy A, 101-200 naleza do klasy B,
201-300 naleza do klasy C, 301-400 nalezg do klasy D, 401-500 naleza do klasy E, 501-
600 naleza do klasy F.

Ponizej przedstawiono po 10 szeregdw dla kazdej klasy:

Klasa A:
normalny (normal)

Klasa B:
cykliczny (cyche)

AL TN s SN A
PAP AP A AMANNA
~ AT A TV N A
N N VN AN S N YAY)
Klasa C: IAAASN VTN VA

trend wzrostowy SIS NN

. . A VNN AR AN NN
(increasing trend) \\/[J\,\’/\_\\//-\/V\\‘ //\\'\\J[E\,\ r'\,f\/%e
VNSNS NAN TN AN
PNANY IV IWSTAANAN pa A



Klasa D:
trend opadajacy
(decreasing trend)

Klasa E:
przesuniecie w gore
(upward shift)

LI "
TS
Klasa F: vJ\‘('‘\’"'\f‘_\j\/\/\»«v\/\/x«/\w

TN m D

przesunigcie w dof AT
. N e TN
(downward shift) TTATIN e
SN A
NN m AN
e e

Ponizej zamieszczono 7 pierwszych wartosci z 10 pierwszych szeregéw z klasy E:

287812 34.4632 31.3381 31.2834 28,9207 33.7596 25.3969 ..
24.8923 25.7410 27.5532 32.8217 27.8789 31.5926 31.4861 ...
31.3987 30.6316 26.3983 24.2905 27.8613 28.5491 24.9717 ...
25.7740 30.5262 35.4209 25.6033 27.9700 25.2702 28.1320 ...
27.1798 29.2498 33.6928 25.6264 24.6555 28.9446 35.7980 ...
25.5067 29.7929 28.0765 34.4812 33.8000 27.6671 30.6122 ...
28.6989 29.2101 30.9291 34.6229 31.4138 28.4636 359115 ..
30.9493 34317 355674 34.8829 30.6691 352667 35.8950 ...
352538 34.6402 35.7584 28.5510 25.6518 29.6442 31.9400 ...
29.1734 31.5089 33.1944 35.6177 31.5890 35.1223 28.6222 ...

Celem naszym byto migdzy innymi sprawdzenie, na ile zaproponowana metoda agrega-
cji szeregow czasowych sprawdza si¢ w praktyce. Dla wybranej klasyfikacji, dokony-
wano agregacji szeregdw ze zbioru uczacego, za pomoca cech istotnych. Nast¢pnie, na
podstawie takich zagregowanych szeregow generowano zbidr regut decyzyjnych dla
rozpatrywanych klas. Doktadnosé¢ klasyfikacji z zastosowaniem wygenerowanych regut
sprawdzano dla szeregow ze zbioru uczacego oraz ze zbioru testowego, ktory zawierat

szeregi, niebiorace udziatlu w procesie tworzenia regut.



4.2 Generowanie regul decyzyjnych
Zatézmy, ze dany jest zbiér przyktadow U = {e"}, n=1,2,...,N, bedacych szeregami
czasowymi. Przyklady te opisujemy za pomoca warunkéw zwiazanych ze zbiorem cech

istotnych ~ A={a,,..,a,} o skoficzonym zbiorze wartoéci, odpowiednio

V(,’ = {xj'l,xjiz,...,x”j} dla j=1,.,q, a,€ 4. Mozna zdefiniowa¢ funkcje s :UxA-V
takg, ze Ve"eU,Vaed, f(e",a)e V, - Kazdy przyktad ¢” e U mozna opisac za po-

mocy kontunkeji q warunkéw elementamych
K 4
e = nla,= /") (1

gdzie f(e",a,)=x,,,, oOraz Xym €V, . Funkcja fle",a)) okre$la, ze cecha a;

przyjmuje warto$¢ x,, ., dla przykiadu e'. Indeks 1(j,n) dla je{,2,...q}

ine{l,2,.,N} okresla, ktdrg wartos$¢ przyjmuje j-ta cecha w n-tym przyktadzie.

Stosujac wymienione powyzej cechy mozemy zgodnie ze wzorem (11) opisaé kazdy
przykiad e" (tzn. kazdy szereg czasowy) w postaci koniunkcji warunkéw zwigzanych
ztymi cechami, oznaczanymi s, =(a, =x,,,,). Koniunkcj¢ / warunkéw clementar-

nych, /< g, postaci AS; = C', gdzie Ic{l,..q}, card({) =1, nazywamy kompleksem.
JE

Méwimy, ze kompleks C' opisuje przykiad ¢” jezeli ¥je I wszystkie warunki w kom-

pleksie sg opisane przez odpowiednie warunki w przyktadzie.

Ze wzgledu na wartosei, ktore przyjmuje dodatkowa cecha a, dokonujemy podziatu

zbioru przyktadéw na roziaczne i w sumie tworzace caty zbidr podzbiory, ktére nazy-
wamy klasami dla klasyfikacji. Elementy zbioru 4 nazywamy cechami warunkowymi,

a cech¢ a, nazywamy cecha decyzyjng. Zakiadamy, ze liczba i rodzaj cech wystarczaja

do poprawnego rozdzielenia przykiadow nalezacych do réznych klas.

Bardziej formalnie mozemy zapisaé, ze podziatem zbioru przyktadéw U ze wzgledu na

ceche decyzyjna a, majaca dziedzing ¥, ={x,,,x,,,.,X,,}, nazywamy niepuste



podzbiory przykladow (X, :/=1..L,}, X, ={eeU:fle,a,)=x,,}, Vx, eV,

o

X, vewX, =UL X, nX, =0 dla i#j.

Zbiory tak okreslonych przykladéw uczacych (ze znang przynaleznoscia do klasy) sa
punktem wyjscia w procesie uczenia maszynowego, w wyniku ktérego uzyskuje sig
opisy rozpatrywanych klas w postaci regul elementarnych. Przyjeto, Ze tworzone reguly
powinny poprawnie opisywac “wigkszo$¢” przykladéw nalezacych do rozpatrywanej
klasy i nie opisywa¢ “prawie wszystkich” przykiadéw do tej klasy nie nalezacych. Re-
guly elementarne maja posta¢ wyrazen logicznych , JEZELI spetnione sq okreslone wa-
runki TO zachodzi przynaleznos¢ do danej klasy”; w ktorych poprzednik reguly zawiera
koniunkcje warunkéw zwigzanych z podzbiorem cech wybranych do opisu przykiadow,

a nastepnik reguly bedzie okreslat przynaleznosé do klasy. Implikacje
R: ch = (a,=v) (12)

/e{l,..L,} nazywamy r-ta regula elementarna dla klasy Y , gdzie

Cl=nla;=x,,,,), 1, c{l..,q}. Indeks 1(j,r) okrefla, jaka wartos¢ j-tej cechy wy-

Jel, FRIVES

stepuje w r-tej regule.

Tworzone reguly elementarne powinny spetnia¢ warunek spdjnosei, tzn. rozrézniaé
przykfady nalezace od nie nalezacych do danej klasy oraz by¢ minimalne, tzn. usunigcie
dowolnego warunku w czgsci przestankowej, spowodowatoby nie speinienie warunku

spojnosei.

Reguty, o ktérych byta mowa wyzej, mozna tworzy¢ stosujac rézne algorytmy uczenia
maszynowego. Reguly moga by¢ uzyte do uzyskania nieznanych wczesniej w sposob
jawny informacji o istniejacych w zbiorze danych zaleznosciach. W tym przypadku
kazda reguta jest rozpatrywana indywidualnie jako mozliwa reprezentacja interesujace-

go nas wzorca czy tez jakiejs istniejacej zaleznodcei pomiedzy cechami.

Korzystajac z wiasnych doswiadczen, do obliczen wybrano m.in. metodg IP wykorzy-
stujaca modyfikacje zadania pokrycia zbioru, opisang przez Szkatutg (1995, 20602),
a nastepnie rozwinigty przez Kacprzyka i Szkatutg (1999, 2002).




4.3 Wyniki obliczen - klasyfikacja do dwéch klas E i F

Do obliczen wybrano dwie klasy:

Rozpatrywane szeregi czasowe zapisano w postaci [xl(n),xz(n),...,xw(n)]r dla n

klasa 1: szeregi typu E (25 szeregdw uczacych oraz 25 szeregow testowych)

klasa 2: szeregi typu F (25 szeregéw uczacych oraz 25 szeregow testowych).

1,2,...,50. Znana byfa réwniez przynalezno$¢ kazdego szeregu do klasy I lub do klasy

2. Na rysunku 6 i 7 przedstawiono przyklady pojedynczych szeregéw z obu rozpatry-

wanych klas.

50,00
45,00
40,00
35,00
30,00
25,00
20,00
15,00
10,00

5,00
0,00 m

1 3 5 7 911131517 19 2123 25 27 29 31 33 35 37 39 41 43 45 47 49 51 53 55 57 59

Rysunek 6. Przykiad szeregu czasowego z klasy 1
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Rysunek 7. Przyktad szeregu czasowego z klasy 2
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4.3.1. Wyniki obliczen dla obwiedni typu 1

Kazdy n-ty szereg zawierajacy 60 wartosci liczbowych byt przetwarzany do szeregu
réznic [x,‘ (n),xz'(n),...,leg(n)r (wzor (2)) i tworzona byla 4-krokowa obwiednia gorna
typu 1 tego szeregu {xf(n)}:f

{ o} (wzor (4)).

’ (wzor (3)) oraz 4-krokowa obwiednia dolna typu 1

Obwiednie goéme  4-krokowe byly nastepnie agregowane do  szeregéw

[x,G(n),le(n),...,xﬁ,(n)r, n=12,..,50 (wzor (7)). Analogicznie tworzono zagrego-

wane 4-krokowe obwiednie dolne [xf’ m,x2 ()., x%, (n)]’ , n=12,...,50 (wzdr (8)).

Nastgpnie generowano 5 cech istotnych, stosujac w tym celu pamieé asocjacyjna, reali-
zowang poprzez dwuwarstwowa jednokierunkows sie¢ neuronowa z jedna warstwa
ukryta, ktora stanowito 5 neuronéw. Do tego celu zostal uzyty program Java Neural
Networks Simulator (JavaNNS). Generowanie cech istotnych wykonano dla trzech za-
dan, przyjmujac kolejno do obliczen:

I) sie¢ neuronowa o 19 wejéciach i 19 wyjsciach (dane uczace stanowity zagregowane
4-krokowe obwiednie gorne typu 1)

IT) sie¢ neuronowa o 19 wejsciach i 19 wyjsciach (dane uczace stanowily zagregowane
4-krokowe obwiednie dolne typu 1).

D) sie¢ neuronowy o 38 wejsciach i 38 wyjsciach (dane uczace stanowity zagregowane
4-krokowe obwiednie gérne typu | oraz zagregowane 4-krokowe obwiednie dolne

typu 1)

Po procesie uczenia sieci, otrzymane dla kazdego szeregu warto$ci w warstwie ukrytej
(przemnozone przez 1000) utworzyly skompresowany opis szeregu. Tak wigc dla kaz-
dego zadania, z zastosowaniem warto$ci cech istotnych zapisano kazdy rozpatrywany

szereg czasowy {xk(n)}iz,ﬁo = [xl(n),xz()1),...,x60(n)]T, dla n=1,2,...,50, w postaci za-

gregowanej [x,(),%,(m),...,x,(m]7 , dla n=1,2,...,50.

Uzyskano w ten sposob 50 szeregéw, zawierajacych po 5 wartosei liczbowych (cech

istotnych). Cecha decyzyjna a, z wartosciami {/-klasa 1; 2- klasa 2} okreslata przyna-




leznos¢ szeregu do klasy. Ponizej zamieszczono postac dziesigeiu skompresowanych

szeregéw dla zadania II1.

A I W3 [ | x5 [ kiasa :J
| 52 784 405 6 978 1
H 174. 968 170 10 944 1
240 868 14 2 990 1
D 84 821 a1 9 993 Il
B 331 943. 51 8 996 1
B 61 926! a0 1 993 1
B 389 708 53 4 979 2
L 257 842 47, 3% 968 2
| 214 868 73 7 586 2
| 365 e 703, 13 921, ZL]
Rekord: M| T » |¥ivk|z A0

Nastepnie wartosci cech istotnych byly nominalizowane.

Dla kazdego rozpatrywanego zadania, na podstawie zbioru uczgcego zawierajacego 50
zagregowanych szeregdw, tworzono minimalne zbiory regut decyzyjnych do rozpatry-

wanych klas oraz zbiory wszystkich regut decyzyjnych.

Ponizej zamieszczono wyniki obliczen.

Zadanie I

Do wygenerowania 5 cech istotnych zastosowano pamig¢ asocjacyjna, realizowana
poprzez dwuwarstwowa jednokierunkowa sie¢ neuronowg z jedng warstwa ukryta, o 19
wejsciach i 19 wyjsciach. Do nauki postuzyly zagregowane 4-krokowe obwiednie gérne

typu 1, wyznaczone dla 25 szeregow typu E (klasa /) oraz 25 szeregdw typu F (klasa 2).

Z zastosowaniem wartosci cech istotnych utworzono 50 szeregbw, zawierajacych po 5
wartosci liczbowych, ze znang przynaleznoscia do klasy / lub klasy 2, ktére stanowily

podstawe do dalszych obliczeti.

Wygenerowano zbidr 28 regut decyzyjnych dia rozpatrywanej klasyfikacji. Uzyskano
w 90% poprawna klasyfikacje przyktadéw uczacych, przykiady: 7, 15, 24, 30 i 44 nie

zostaty jednoznacznie zaklasyfikowane.
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Zadanie 11

Do wygenerowania 5 cech istotnych zastosowano pamigé asocjacyjna, realizowana

poprzez dwuwarstwowa jednokierunkowa sie¢ neuronowg z jedna warstwa ukryta, o 19

wejsciach 1 19 wyjsciach. Do nauki postuzyty zagregowane 4-krokowe obwiednie dolne

typu 1, wyznaczone dla 25 szeregdw typu E (klasa /) i dla 25 szeregéw typu F (klasa 2).

Z zastosowaniem warto$ci cech istotnych utworzono 50 szeregéw, zawierajacych po 5

wartosci liczbowych, ze znang przynaleznoscia do klasy / lub klasy 2, ktére stanowity

podstawe do dalszych obliczen.

Wartosci cech istotnych byty nastepnie nominalizowane, w sposéb podany w Tabeli 1.

Tabela 1. Sposéb nominalizacji wartosci cech istotnych

Warto$¢ nominalna Cecha al Cecha a2 Cecha a3
1 >0 and <= 975 >0 and <= 100 > 0 and <= 500
2 >975and <=980 | > 100 and <=250 > 500 and <= 600
3 >980 and <= 985 | > 250 and <= 400 > 600 and <= 700
4 > 985 and <=990 | >400 and <= 550 > 700 and <= 800
5 > 990 and <= 995 | > 550 and <= 700 > 800 and <= 900
6 > 995 and <=1000 | > 700 and <= 1000 | > 900 and <= 1000
Warto$¢ nominalna Cecha a4 Cecha a5
1 >0 and <=25 >0 and <= 10
2 > 25 and <= 50 > 10 and <=20
3 > 50 and <=7§ > 20 and <= 30
4 > 75 and <= 100 > 30 and <=40
5 > 100 and <=200 > 40 and <= 50
6 >200 and <= 1000 | > 50 and <= 1000
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Wygenerowano minimalny zbiér 21 regut decyzyjnych dla rozpatrywanych klas, poda-

ny ponizej, w nawiasach zawarto liczbe przykiadéw opisywanych przez dang regute).

al=6 A a3=4 =>ab=l
al=5 A a3=5 =>a6=l
al=4 A a2=2 =>a6=1
al=5 A aS=l =>a6=I
a5=5 =>a6=1

ad=6 A a5=3 =>a6=]
a3=4 A aS=6 =>ab=|
ad=4 A aS=2 =>ab=!
a3=3 A ad=6 =>ab=1
ad4=3 =>a6=1

al=4 A aS=1 =>a6=1
a2=1 A a5=2 =>ab=I
al=6 A ad=l =>a6=2
al=6 A a3=5 =>a6=2
ad=5 A a5=2 =>a6=2
ad=2 A a5=3 =>a6=2
a2=3 A aS=6 =>a6=2
a3=6 A a5=4 =>a6=2
al=3 A ad4=5 =>a6=2
a2=4 =>a6=2

a2=5 =>a6=2

(1 przyktad )

( 6 przyktadow )
( 2 przyktady )
( 2 przyktady )

( 3 przykiady )
(2 przyktady )
(1 przyktad )
(1 przyktad )
(2 przykiady )

( 7 przykfadéw )
(1 przyktad )

( 1 przyktad )

(9 przyktadow )
(5 przyktadow )
(1 przyktad )
(5 przyktadéw)
( 3 przyktady )

( 1 przyktad )
(I przykiad )
(| przyktad )

(1 przykfad )

Dla wygenerowanych regut uzyskano w 100% poprawna klasyfikacje wszystkich przy-

kladow uczacych.

Dokfadnosé klasyfikacji z zastosowaniem tak utworzonych regut sprawdzana byta dla

zbioru testowego, zawierajacego 50 nowych szeregdéw czasowych, ktore nie byly sto-

sowane w procesie uczenia sieci heteroasocjacyjnej (25 szeregdw z klasy 11 25 szere-

gow z klasy 2). 9 przyktaddw testowych z klasy 1 i 14 z klasy 2 nie zostato jednoznacz-

nie zaklasyfikowanych z zastosowaniem wygenerowanych regui.
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Zadanie III

Do wygenerowania 5 cech istotnych zastosowano pamigé asocjacyjna, realizowang
poprzez dwuwarstwowa jednokierunkowa sie¢ neuronowsg z jedna warstwa ukryta, o 38
wejéciach 1 38 wyjéciach. Do nauki postuzyly zagregowane 4-krokowe obwiednie goéme
typu 1 oraz obwiednie dolne typu 1 (wyznaczone dla 25 szeregéw typu E (klasa /) oraz

25 szeregdw typu F (klasa 2)).

Z zastosowaniem warto$ci cech istotnych utworzono 50 szeregéw, zawierajacych po
S wartosei liczbowych, ze znang przynaleznoscia do klasy / lub klasy 2. Wartosci cech

istotnych byly nast¢pnie nominalizowane, w sposéb podany w Tabeli 2.

Tabela 2. Sposob nominalizacji warto$ci cech istotnych

Wartos¢ nominalna | Cechy al, a2, a3 Cecha a4 Cecha a5

1 >0 and <= 100 >0and <= 15 >0 and <= 730

2 > 100 and <= 200 > 15 and <= 30 > 730 and <= 760
3 > 200 and <= 300 >30 and <= 45 > 760 and <= 790
4 > 300 and <= 400 > 45 and <= 60 > 790 and <= 820
5 > 400 and <= 500 > 60 and <= 75 > 820 and <= 850
6 > 500 and <= 600 > 75 and <= 90 > 850 and <= 880
7 > 600 and <=700 | > 90 and <= 105 > 880 and <= 910
8 > 700 and <= 800 | > 105 and <=120 > 910 and <= 940
9 > 800 and <=900 | > 120 and <=135 > 940 and <= 970
10 > 900 and <=1000 | > 135 and <=1000 | > 970 and <= 1000

Wygenerowano minimalny zbior 26 regut decyzyjnych dla rozpatrywanej klasyfikacji,

zamieszczony ponizej. W nawiasach zawarto liczbe przykladow opisywanych przez

dang regule.

ad=4 =>a6=] (1 przykiad )
a5=2 =>a6=1 (1 przykiad )
a2=6 =>ab6=1 (1 przykiad )
al=1 A ad4=] =>ab=l| ( 8 przyktadow )
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al=4 A a3=l
al=1 A a4=3
a2=8 A a4=2

a3=5 =>a6=1
a2=7 A ad=1

=> a6=]
=> a6=|
= a6=1
al=3 A a2=9 A ad=l

a2=10 A ad=1 A a5=10 =>a6=|

=> a6=|

al=4 A a4=2 =>a6=|

a2=10 A a3=2 A a5=9 =>a6=l

al=4 A a2=8 =>a6=2
al=3 A a3=] a5=10 =>a6=2
al=2 A a2=9 =>a6=2

=> a6=2

a5=4 =>a6=2
a3=1 A a5=9% =>a6=2
al=6 =>a6=2
al=5 A a5=9 =>a6=2
al=5 A a5=10
ad=8 =>a6=2
a2=5 =>a6=2
a3=4 =>a6=2

a3=2 A a4=3 =>ab=2
a2=8 A a5=8 =>ab6=2

Dwa przyktady ze zbioru uczacego nalezace do klasy 1: przyktad 6 i 10 oraz dwa nale-
zace do klasy 2: przykiad 26 i 28 nie zostaly jednoznacznie zaklasyfikowane z zastoso-

waniem wygenerowanych regut. Uzyskano 92% poprawnych klasyfikacji przyktadow

uczacych.

=> a6=1

(2 przykiady )
(1 przyktad )
(2 przyktady)
( 3 przykiady )
( 4 przykifady )
(3 przyktady )
(1 przyktad)
(1 przyktad )
(1 przyktad )

(3 przyktady )
(2 przyktady )
( 4 przykiady )
(2 przyktady )
(4 przyktady )
(2 przyktady )
(1 przyktad )
( 2 przyktady )
(1 przyktad )
(2 przyklady )
(1 przyktad )
(1 przyktad)
(2 przyktady )

4.3.2. Wyniki obliczen dla obwiedni typu 2

Dla kazdego n-tego szeregu zawierajacego 60 wartosci liczbowych tworzona byta 4-
krokowa obwiednia gorna typu 2 {xf,(n)}:zfn (wzdr (5)), ktora nastepnie byla agregowa-

na do szeregu postaci [x,o(n),xf(n),...,xfs(n)]r, n=1,..,50 (wzbr (9)) oraz 4-krokowa
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obwiednia dolna typu 2 {xz(n)}:jf" (wz6r (6)), ktéra nastepnie byta agregowana do sze-
regu postaci [x2(n), x2(n),..., x5 ()], n=1,... 50 (wzér (10)).
Do wygenerowania 5 cech istotnych zastosowano pamig¢ asocjacyjng, realizowang po-

przez dwuwarstwowg jednokierunkowg sie¢ neuronows z jedna warstwa ukryta, o 15

wejéciach i 15 wyjéciach. Generowanie cech istotnych wykonano dla dwéch zadan:

IV) danymi uczacymi byty zagregowane 4-krokowe obwiednie gorne typu 2
V) danymi uczacymi byty zagregowane 4-krokowe obwiednie dolne typu 2.

Po procesie uczenia sieci, otrzymane dla kazdego szeregu wartosci w warstwie ukrytej
(przemnozone przez 1000) utworzyty skompresowany opis szeregu dla kazdego zada-

nia. Uzyskano wten sposéb 50 szeregbw, zawierajacych po 5 wartosci liczbowych
(cech istotnych) w postaci zagregowanej [x, (n),xz(n),.,.,xs(n)]r, n=12,...,50. Cecha
decyzyjna a, z wartosciami {/-klasa 1; 2- klasa 2} okre$lata przynalezno$é¢ do klasy.

Nastepnie wartosci cech istotnych byty nominalizowane, w sposéb podany w Tabeli 3.

Tabela 3. Sposob nominalizacji wartosci cech istotnych

Wartosci cech istotnych z przedziatu: | Wartos¢ nominalna
>0 and <= 100 1
> 100 and <= 200 2
> 200 and <=300 3
> 300 and <= 400 4
> 400 and <= 500 S
> 500 and <= 600 6
> 600 and <= 700 7
> 700 and <= 800 8
> 800 and <= 900 9
> 900 and <= 1000 10
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Dla kazdego zadania, na podstawie zbioru uczacego zawierajacego zagregowane szeregi
ze znang przynaleznosciq do klasy, generowano zbiory regut decyzyjnych do rozpatry-
wanych klas. Tworzono zaréwno minimalne zbiory regut decyzyjnych poprawnie opi-
sujgcych przyktady ze zbioru uczacego, jak rowniez zbiory wszystkich regut dla rozpa-

trywanej klasyfikacji.

Sprawdzana byta dokfadnos¢ klasyfikacji wygenerowanych regut dla przyktadéw ucza-
cych i dla przyktadéw testowych, ktére nie braty udzialu w procesie uczenia sieci hete-

roasocjacyjnej. Ponizej zamieszczono wyniki obliczen.

Zadanie IV

Do wygenerowania 5 cech istotnych zastosowano pamigé asocjacyjna, realizowang
poprzez dwuwarstwowg jednokierunkowsa sie¢ neuronowsg z jedng warstwa ukryta, o 15
wejsciach i 15 wyjsciach. Do nauki sieci neuronowej posfuzyly zagregowane 4-
krokowe obwiednie gome typu 2 {xf(n)}f_:,” dla n=1,2,...,N, wyznaczone dla 25 sze-
regéw typu E (klasa ) oraz 25 szeregow typu F (klasa 2). (plik GG_MAX, btad ucze-

nia =0.04, warto$¢ wspélczynnika uczenia 77 = 0.1, maksymalna dopuszczalna réznica

migdzy wzorcem a wyjsciem sieci &, =0.05, 10000 cykli uczenia).

Po procesie uczenia sieci, otrzymane dla kazdego szeregu wartosci w warstwie ukrytej
(przemnozone przez 1000) utworzyty skompresowany opis tego szeregu. Ponizej przed-
stawiono przyktadowych pigé takich szeregéw dla danych uczacych, dla ktdrych szosta

cecha decyzyjna a, z wartosciami {/- klasa 1; 2- klasa 2} okreslata przynaleznos¢ sze-

regu do klasy.

al {aZ ]a3 fa4 ’aS [Dec
368 (471 163 12689 1380 it
512 1575 53 ‘209 -340 1
333 1509 84 1204 378 1
378 1255 624 1512 568 2
531 267 ‘663 1560 ‘576 2

Ponizej na rysunku 8 1 9 zamieszczono ilustracje graficzng wyzej wymienionych szere-
gOwW.
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aZ=3 =>a6=2 ( 6 przyktadow )

a3=7 =>a6=2 (11 przyktadow )
a4=6 =>ab6=2 ( 11 przyktadow )
al=4 A aS=6 =>a6=2 (10 przykiadow )
a3=5 =>a6=2 (9 przykiadow )
ad=5 =>a6=2 ( 14 przyktadow )
al=4 A a5=5 =>ab6=2 ( 6 przyktadow )
a3=6 =>a6=2 ( S przyktadéw )
al=3 =>a6=2 (2 przykifady )
al=4 A a2=4 =>a6=2 ( 8 przykfadow )
al=5 A a5=6 =>a6=2 (3 przykiady )

Doktadnos¢ klasyfikacji z zastosowaniem tak utworzonych regut sprawdzana byta dla
zbioru testowego, zawierajacego S0 nowych szeregdw czasowych, ktdre nie byly sto-
sowane w procesie uczenia sieci. Zbidr testowy zawierat 25 szeregdw z klasy 1 i 25
szeregow z klasy 2. Uzyskano w 100% poprawng klasyfikacj¢ wszystkich przyktadéw
testowych. Ponizej, dla kazdej reguty z wygenerowanego minimalnego zbioru regui,

podano liczbg przyktadow testowych, ktére ona opisuje.

a4=3 =>a6=1 (opisuje 47 przykiadow testowych )
a4=2 =>a6=l (opisuje 3 przyklady testowe )

a4=6 =>a6=2 (opisuje 24 przykiady testowe )
ad=5 =>a6=2 (opisuje 26 przyktadow testowych )

Zadanie V
Do wygenerowania 5 cech istotnych zastosowano pamigé asocjacyjna, realizowang
poprzez dwuwarstwowg jednokierunkowa sie¢ neuronows z jedng warstwa ukryta, o 15

wejsciach 1 15 wyjéciach. Do nauki postuzyty zagregowane 4-krokowe obwiednie dolne
typu 2 {xf(n)}f:,” dla n=1,2,...,N, wyznaczone dla 25 szeregéw typu E (klasa I) oraz

25 szeregéw typu F (klasa 2).

Na rysunku 11 zamieszczono zrzut ekranu, na ktérym widoczna jest nauczona sie¢,
przyjete parametry { wykres btedu. (GG_MIN, btad uczenia =0.02, wartosé¢ wspotezyn-
nika uczenia 7=0.1, maksymalna dopuszczalna réznica migdzy wzorcem a wyjsciem
sieci d,,, =0.1, 10000 cykli uczenia).
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